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基于随机森林的实体识别方法

杨 萌 聂铁铮 申德荣 寇 月 于 戈

(东北大学计算机科学与工程学院 沈阳 110819)

摘  要  实体识别是将一个或多个数据源中描述同一现实世界实体的数据对象分到同一组的过程，它

在数据清洗、数据集成、数据挖掘中起着至关重要的作用。然而，实体的特征具有随时间演化的特

性，这使得实体识别面临巨大的挑战。传统的实体识别方法解决了特征随着时间规律性的改变问题，

但没有考虑到数据的不规律变化。该文提出了基于分类的方法解决特征不规律演化的实体识别问题。

该方法首先利用机器学习中改进的随机森林的方法计算记录的相似性，接着提出了一个新型的两阶段

聚类算法完成记录聚类过程，最后通过在真实数据集上的对比试验证明了该算法的有效性。通过在真

实数据集上的实验，证明了该方法能够有效提高演化实体的识别准确性。
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An Entity Resolution Approach Based on Random Forest

YANG Meng NIE Tiezheng SHEN Derong KOU Yue YU Ge

( School of Computer Science and Engineering,  Northeastern University,  Shenyang 110819,  China ) 

Abstract Entity Resolution assigns data objects corresponding to the same real world entity described in one or 
more data sources into the same group, which plays an important role in data cleaning, data integration, and data 
mining. However, the features of the entity may evolve over time irregularly, which makes the entity resolution 
significantly challenging. Traditional approaches can only tackle the issue that the feature of an entity changes 
regularly with time but can not deal with the case that the feature changes irregularly over time. An approach 
based on classification was proposed to solve this problem. Firstly, the random forest, a machine learning 
algorithm, was used to calculate the similarity of records. Consequently, new two-stage clustering algorithm was 
employed to perform the record clustering. Finally, the evaluation on real data sets shows that the approach can 
effectively improve the resolution accuracy of the evolutionary entity. 

Keywords entity resolution; clustering; random forest; record similarity
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1 引  言 

  随着信息领域各项技术的飞速发展，数据呈

爆炸式增长，以数据为中心的系统得到了广泛的

应用。虽然各类应用系统中存储了大量数据，但

这些信息并非总是正确无误的，即可能存在各种

问题。一个典型的问题就是不同的数据提供方对

同一个事物及实体可能会有不同的描述(包括数

据格式、表示方法等)，为此需要实体识别技术

进行数据清洗。实体识别也称作实体解析，是从

“引用集合”中解析并映射到现实世界中“实

体”的过程。记录链接则是一种面向结构化数据

的实体识别技术，目的是从数据集中识别和聚类

表示同一实体的记录。

  现有研究工作中，有基于记录的组链接[1]和

基于记录的实体链接。其中，组链接是指把表示

同一类的实体放到相同的聚簇中；实体链接是把

表示同一个实体的记录方法放到相同的聚簇中。

本文主要研究实体链接。基于所处理的数据对

象，实体识别技术可以分为两类：面向静态数据

的实体识别和面向演化数据的实体识别。

  面向静态数据的实体识别方法：从数据集中

识别和聚类表示同一实体的记录，对相似度达到

一定阈值的记录做聚类操作，从而获得表示同一

个实体的记录簇，而不同簇中的记录认为表示不

同的实体。实体间相似性一般根据领域知识设定

匹配规则度量标准[2]，可通过编辑距离和欧氏距

离计算[3]，也可以用机器学习训练分类器的方法

实现[4]。基于相似性对实体进行聚类的方法有邻

接性聚类[2]、相关性聚类[5,6]、密度聚类[7-9]。

  面向静态数据的实体识别方法在很多情况下

并不适用。在现实应用中，实体记录的某些属性

值通常会随时间或解释的变化而发生演化，而面

向静态数据的实体识别方法无法根据属性值的演

化调整相似性的计算结果。

  面向演化数据的实体识别，是考虑数据随时

间的变化而变化的特性即考虑时间特征，体现了

数据的动态性和演化性。Li 等[10]在计算记录的

相似性时考虑了记录的时间特征：考虑时间的

流逝对记录改变的影响，基于延迟提出了 early 
binding、late binding、adjusted binding 三个聚类

算法。之后 Hu 等[11]提出了基于时序特征的记录

链接的改进方法；Chiang 等[12]提出了两阶段聚

类的方法；Chiang 等[13]提出了 mutation 模型，

用来检测一个给定属性的值经过一段时间之后该

值重复出现的概率；Li 等[14]提出了 source-aware 
temporal matching 算法，整合不同的数据源，丰

富实体的信息。除此以外，还有基于增量的实

体识别方法，从匹配规则的演化[11]及数据的演

化[15-17]两方面为依据探讨记录链接的增量问题。

  对于演化数据，实体记录的某些属性值通常

会发生变化。其中有些实体属性会随着时间的变

化而发生规律性演化，但也有实体属性的演化不

具有规律性，因此很难抽取出其演化的规律。对

于不规律演化的数据，基于演化的实体识别方

法聚类的结果准确度并不高。这是因为对于这

种不规律的变化也使用规律变化的准则结果会

产生偏差。为此，本文的工作将解决不规律演

化实体的识别问题。

  本文提出一个基于随机森林的两阶段聚类实

体识别模型：利用已有的数据集，训练出随机森

林。其中，随机森林是由很多棵决策树组成的，

每棵树的输入是任意两条记录，输出是两个记录

的相似度结果。在最后的聚类结果，利用前面记

录的相似度结果，进行两阶段聚类，其中保证簇

内的记录尽可能完整，同时尽可能多的簇被发

现，提高聚类结果的准确性。主要贡献如下：

  (1)提出基于随机森林的记录相似度计算模

型。该相似度模型充分考虑实体记录变化的不规

律性，从而动态地、准确地衡量记录的相似性。

  (2)提出一个新型的两阶段聚类算法。簇的

聚类过程分为两个阶段：第一阶段进行核聚类，
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把尽可能多的已经确定的记录放在相同的簇中；

第二阶段进行端点聚类，能够将剩余的记录和已

知的簇合并或者合并已有的簇，保证簇内记录尽

可能完整，尽可能多的簇被发现。

  (3)在真实的数据集上对提出的算法进行充

分的实验评价，验证算法的有效性。与已有的聚

类算法对比，该算法能够有效提高演化实体的识

别准确性。

  本文组织结构如下：第 2 节介绍准备工作，

包括实体识别模型和问题描述；第 3 节对连续值

的决策树和随机森林进行了定义；第 4 节介绍了

基本的随机森林计算相似度算法框架，并提出防

止过拟合的优化算法；第 5 节通过实验与分析将

本文工作与已有工作进行对比，证明其有效性；

第 6 节总结全文。 

2 准备工作

2.1 实体识别模型

  基于聚类方法的实体识别模型包括相似度计

算模块和聚类决定模块，具体如图 1 所示。整个

模型输入待判断数据集，输出识别结果。 

图 1 实体识别模型

Fig. 1 The similarity algorithm based random forest 

2.1.1 相似度计算模块

  该模块调用匹配函数得到候选记录对的相似

度[18]，得到的相似性结果介于[0，1]。相似度

的值越大，表示两个数据对象越有可能表示同一

个实体。其中，最大值 1 代表两个记录表示同一

个实体，最小值 0 代表两条记录表示不同实体。

每个记录包含多个属性，不同属性可能是不同类

型的数据。在确定记录对相似度之前，针对每个

属性调用特定的相似度函数来计算其相似度，确

定记录对的对应属性的相似性。在此基础上需要

设计恰当的组合函数来将这些相似度合理地融

合成一个综合相似度。组合函数可以是线性函

数、非线性函数或者其他类型的函数[3-5]，如加

权求和就是线性函数。在考虑时间属性的实体

识别方法中[10-13]，根据时间为每个属性分配一个

权值，综合相似性则为所有属性的加权和。综合

相似度能有效地估计一个候选记录对是否对应同

一实体。除了使用上述综合相似度方法来计算相

似度外，也可以用机器学习中的监督方法(如支

持向量机、决策树、EM 算法[3,19]和主动学习[20])

计算记录对的相似性。相似度计算模块的输入是

候选数据对象的集合，输出是每个候选对与其相

似度组成的三元组。

2.1.2 聚类决定模块

  该模块基于候选记录对的相似度，把表示

同一个实体的记录放到一个簇中。在前一阶段

作出表象局部相似性判断后，可以对实体进行

邻接性聚类、相关性聚类或密度聚类，利用相

似度阈值以及传递闭包确定记录是否属于同一个

簇。Li 等[10]逐个判断每一个簇和记录的相似度

阈值，选择相似度最大的记录和簇：如果这个相

似度的值大于预先设定好的阈值，则记录和簇

中表示同一个实体，从而把记录和簇合并，否

则为记录新建一个簇。如果记录与多个簇的相

似度都大于阈值，则判断是否将两个簇合并。

文献[21-26]使用多个已有的聚类算法对数据集合进

行聚类来得到匹配结果，获得了比基于阈值的匹

配方法更好的识别结果。聚类决定模块的输入是

相似对集合，输出是识别结果。

  本文重点研究相似度匹配问题以及匹配后的

聚类问题，针对监督的实体识别提出基于随机森

林的实体识别方法。

2.2 问题描述

  真实世界的实体用  E  表示，一个实体可

                                             注：绿色部分表示规划的穿刺路径；红色部分表示穿刺针的位置

图 1 腹部穿刺导航系统引导界面

Fig. 1 The interface of needle insertion navigation
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能被多个数据记录(用  r  表示)所描述，每一

个记录都包括  k  个特征，属性的特征集记作 

，数据对象集合记 。

对于任何一个记录 ，  表示记录  的特征 
 的值。任何一对数据记录都是候选匹配对 
。相似对是三元组，包括一个候选匹配对

和它们的相似度 Simij，记作 ，相似

对构成一个集合 。

  本文提出采用随机森林方法计算记录的相似

性，根据相似性把表示同一个实体的记录放到相

同的簇中。因此，同一个簇中的记录表示同一个

实体，不同簇中的记录表示不同的实体。

 

3 随机森林

  本文模型中采用余弦相似度来度量记录属性

的相似度，在计算记录的相似性时采用了随机森

林的方法。这是因为随机森林对有偏差的数据有

很好的泛化能力。它是以决策树为基学习器，可

构建多个基学习器，且每个基学习器都能得到记

录的相似性结果，综合所有基学习器的结果，得

到最终的相似性结果。

3.1 决策树

  决策树是一个树结构，每个非叶节点表示一

个特征属性上的判断，每个分支代表这个特征属

性在某个值域上的输出，而每个叶节点存放一个

类别。使用决策树进行决策的过程就是从根节点

开始，测试待分类项中相应的特征属性，并按照

其值选择输出分支，直到到达叶子节点，将叶子

节点存放的类别作为决策结果。在这个问题中，

根节点的输入是两个记录的属性集合，中间节点

表示对某个属性的决策，叶节点的输出结果表示

两条记录是否对应于同一个实体。

  本文采用 ID3 方法。该方法以信息增益和

信息增益率两种方法选择分裂特征。首先计算

信息熵，用来衡量样本集合纯度的指标，其中 

 表示在集合 D 中第 k 类样本所

占的比例。则信息增益的计算公式为：

                     
              

(1)

  其次，给定样本集  D  和连续属性  a，将

属性 a 上出现的 n 个值按从大到小排序，记为 
，基于划分点 t 将 D 分为子集  和 

。其中，  包含那些在属性 a 上取值小于 t 
的样本，而  则包含那些在属性 a 上取值大于 
t 的样本，即把  的中位点作为候选划分

点。其中，划分点集合为：

                    
           

(2)

  最后分别利用信息增益(Gain)和信息增益率

(Gain_ratio)来考察这些划分点，选择使 Gain(D, 
a, t) 最大的划分点 t 和对应的特征 a 作为切分

点；以及使 Gain_ ratio(D, a, t) 最大的划分点 t 和
对应的特征 a 作为切分点。

3.2 随机森林

  到目前为止，基于随机森林的方法解决了很

多实际问题[27]。本文采用随机森林的方法计算记

录的相似度。随机森林是用随机的方式建立一个

森林，森林由很多决策树组成，但决策树之间不

具有关联性。当有一个新的输入样本进入时，用

森林中的每一棵决策树分别进行判断，得到该样

本应该属于哪一类(对于分类算法)；之后判断哪

一类被选择得最多，据此预测该样本为选择最多

的那一类。而本文提出的随机森林的方法，输入

的是一个记录对，通过决策树判断该记录对是否

表示同一个实体，整合所有决策树的结果，得到

记录对最终的相似性。

  建立决策树的过程中，需要注意两点：采样

和完全分裂。首先是两个随机采样的过程，随机

森林对输入的数据要进行行、列采样。对于行采

样，采用有放回的方式，也就是在采样得到的样

本集合中，可能有重复的样本。假设输入样本
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为 N 个，那么采样的样本为 n(n＜N)个。这样使

得在训练的时候，每一棵树的输入样本都不是全

部的样本，从而不容易出现过拟合。然后进行列

采样，从 M 个特征中，选择 m 个(m M)，一般

地，令 m＝log2M。之后对采样的数据使用完全

分裂的方式建立决策树，这样决策树的叶子节点

要么是无法继续分裂的，要么里面的所有样本都

是指向同一个分类。 

4 算法模型

4.1 基于随机森林的相似性算法

  计算两条记录的相似性是实体识别过程中的

基础。针对这个问题，本文提出了一个随机森林

算法来计算记录的相似性。该算法的思想是，从

样本集 N 中随机选择 n 个样本和 m 个属性，利用

所选的样本和属性构建一棵决策树，重复这个过

程。决策树的输出结果用来计算两个记录是否表

示同一个实体，构建随机森林的详细算法见表 1。
  如算法 1 所示，先把记录集中所有记录两两

配对，组成一个三元组 。其中， 
ri、rj 表示两条记录；Simij 表示匹配结果。如果

两个记录对应同一个实体，则 Simij＝1；如果两

个记录对应不同实体，则 Simij＝0。然后把这个

三元组添加到集合 N 中(第 2 行)，有放回地从训

练集 R 中随机选择 n 个样本(每次随机选择一个

样本，然后返回继续选择)。将选择好的 n 个样

本作为决策树根节点处的样本(第 4 行)，一般选

择 N 中的 80%，即 n＝N×80%。接着，进行列

采样，每次随机地从所有特征中选择 m 个特征满

足条件 m M(第 5 行)。通过算法 1，已选择每

棵决策树的数据集和特征，接下来就是利用算法 
2(如表 2)对 n 个样本记录和 m 个特征构建决策

树，此时的决策树是多变量决策树。

  多变量决策树是指每次选择完一个切分点 
aj 时，并不将 aj 从原始的特征集 A 中剔除，

下次选择的时候仍然是从全部选中的特征集中

选择特征和特征值中选择切分点，即每次都对

所有的特征计算信息增益或信息增益率的值。

表 1  随机森林的算法

Table 1 The algorithm of random forest 

表 2 连续值的多变量决策树的训练算法

Table 2 The training algorithm of continuous value and 

multivariable decision tree



集  成  技  术 2018 年                   62

  多变量决策树的构建由算法 2 实现。该算

法基本思想是，利用公式(2)计算所有特征的

划分点集合，并计算特征和对应划分点的信息

增益的值，最终选择信息增益最大的值对应的

切分点(特征、特征值)，一步步构建决策树。

在这个算法中，先判断这些实例是否属于同一

个类，如果 D  中所有实例属于同一类 Ck，则

置 T 为单节点树，并将 Ck 作为该节点的类，

返回 T(第 1 行)；否则根据某特征的特征值对

记录排序，选择两个连续的特征值的中值作

为切分点的特征值，选择信息增益最大的切分

(amax,t)(第 2～3 行)。如果切分点信息增益的值

小于预先设定的 θ，则此时树不再分裂，返回 
T(第 4～6 行)；否则选择对应的特征和特征值

作为切分点，根据切分点把数据集切分为两部分

(第 7～8 行)，对应于一棵子树的两个分支，分别

重复地在上面的分支上计算信息增益，选择切分

点、切分子树，直到子树不能再分裂(第 9 行)。

  以上选用的是计算信息增益的最大值，同时

还可以计算信息增益率的最大值，其过程除了计

算公式与前者不同外，其他步骤完全相同。

  通过上述过程，已经构建完 k 棵决策树。在

计算两条记录的相似性时，需要用所有决策树的

结果判断每棵决策树的结果是 1 或 0。因此，最

后的相似性使用公式(3)计算。

                               
        

(3)

其中，n1 表示投票结果是 1 的决策树个数。通过

上式可知，Sim(r1, r2)的值越大，则两个记录的

相似性越高；该值越小，则两条记录的相似性越

低。其中，最高相似性的值为 1，表示所有的决

策树都认为这两个记录对应的是同一个实体；最

低相似性的值是 0，表示所有的决策树都认为这

两个记录不表示同一个实体。  
4.2 记录的聚类模型

  通过上文的计算，可以得到任何两条记录的

相似性。把具有高度相似性的记录对合并成簇，

即表示同一个实体的记录合并；使表示同一个实

体的记录都放在相同的簇中，表示不同实体的记

录放在不同的簇中。这个过程分为两个阶段：第

一阶段是核聚类，该过程把能够确定的具有高

度相似的记录放在同一个簇中；第二阶段是边

缘聚类，或合并剩余的记录和已知的簇，或合并

两个已知簇(如图 2)。核聚类主要是指利用传递

闭包的思想，如果 Sim(r1, r2)＝1 且 Sim(r1, r3)＝
1，则可以判断 r1、r2、r3 表示的是同一个实体，

即 r1、r2、r3 位于同一个簇中。所有的记录经过

上述判断，把表示通过传递关系得到的相似度为 
1 的记录对放在相同的簇中，可以得到几个核心

簇，每一个核心簇对应着同一个实体，且每个记

录仅属于一个实体。接着就是利用核心簇的结果

进行边缘聚类。具体过程如算法 3(表 3)所示。

 

图 2 边缘聚类中合并两个簇的情况

Fig. 2 The case of merging two clusters

  在以上的边缘聚类算法中，主要处理记录

的相似性在 e～1 的记录对。将 D 中的所有结果

分类，把相似度范围为  的三元 
 添加到一个集合 B 中(第 2 行)。

对于三元组中的数，如果 r1、r2 位于同一个簇

中，则说明两个记录通过前面的传递闭包算法，

已经合并，无需再考虑两个记录(第 5～6 行)。

如果 r1、r2 位于两个不同簇中，则先暂时不考虑

这两个记录，为两个记录对应的簇新建一个三元

组 。如果三元组  或  (m
＞0)在 F 中已经存在，则更新三元组中 m 值，

令 m＝m＋1；否则将三元组  添加到 F 中
(第 7～12 行)。如果两个记录 r1、r2 有一个记录 
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r1 位于已知的簇 ci 中，另一个 r2 没有位于任何

一个已知的簇中，计算 r2 与 ci 中记录相似度大

于 e 的个数，记为 p。如果 ，则将两

个记录都和这个已知的簇合并，否则为 r2 新建

一个簇(第 13～18 行)。如果两个记录 r1、r2 没
有位于任何一个已知的簇中，则为 r1、r2 新建一

个簇(第 19～20 行)。接着对于 F 中的三元组遍

历，如图 3 所示，如果  中 m 的值为两个

簇中连接线的个数，且  的
值，则将两个簇合并(第 25～28 行)并将三元组 

 从集合 F 中删除，直到 F 为空。

4.3 基于随机森林的相似性改进算法

  利用算法 2 构建决策树时，在一棵树的分支

部分可能会出现如图 3(a)所示的情况。相似度小

于 0.68 的记录对表示同一个实体，而相似度大于 
0.68 的记录对反而表示不是同一个实体，这显然

与实际是相悖的。

                            (a)                                                   (b)

图 3 决策树分裂后产生与事实相悖情况的子树图 

Fig. 3 The subtree is contrary to the facts in the 

decision tree

  对于上图中的问题，有多种解决办法，本文

采用了一个强制手段。如果按切分点划分时出现

了图 3 中的这种情况，强制在该阶段不能以该特

征和特征值作为切分点。因此进一步对算法 2 进
行改进。在每一次选择完切分点的时候进行检

查，检查该切分点中的  部分会不会输出结果

为 1(表示同一个实体)，如果是，则需要重新选

择下一个信息增益最大的点，再判断是否会产生

这种现象。除此之外，还有一种情况如图 3(b)，
即  部分的结果会输出 0(表示不同实体)，即

当属性的相似度大于某一个值时表示不同的实

表 3 边缘聚类算法

Table 3 The algorithm of edge clustering
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体，当属性的相似度小于某一个值时反而可能表

示相同的实体。这种情况与前面采取的措施是一

样的，即对每一个分割点增加一次判断。最终的

算法如算法 4(表 4)所示，该算法与算法 2 基本

相同，只是在第 7 行后增加了一次判断：对每一

个  部分判断其结果是不是全是 0(表示不同

实体)；对每个  部分判断其结果是不是全是 
1(表示相同实体)，如果不是才可以选择该点作

为切分点，否则重新选择新的切分点并判断。

表 4 连续值的多变量决策树的改进算法

Table 4 The improved training algorithm of continuous 

value and multivariable decision tree

5 实验评价

5.1 实验设置

  实验使用基于 DBLP 数据创建的数据集。该

数据集包含了 12 401 条引文记录，对应于 1 239 

个实体，其属性包含引文作者姓名、引文标题、

引文作者单位、引文的其他作者、引文发表时

间。属于同一个实体的某些属性可能不同，但属

于不同实体的某些属性值也有可能相同。本文通

过在此数据集上实验，对本文提出的基于随机森

林的实体识别算法的性能进行测试。

  对算法的性能采用准确率和召回率进行评

价，采用准确率和召回率的调和平均数 F 评价实

体识别结果的精度。

  实验采用 Intel(R)Core(TM)i7-26003.4 GHz 
处理器，8 G 内存，Microsoft Windows 864 位操

作系统进行数据处理。

  本实验旨在解决，变化频繁且变化与时间没

有规律的记录的实体识别问题，从计算记录的相

似度，到最终的聚类算法都提供了一个新型的解

决方案。

5.2 实验结果与分析

5.2.1 参数测试

  在 DBLP 数据集上测试决策树构建算法(算

法 2)中的信息增益和信息增益率的阈值参数 θ 对
最终结果的影响。由图 4 可以看出，随着 θ 增
加，准确率(P)变化趋势是先增高后下降，最终

趋于稳定：在开始阶段逐渐增高，达到最大值后

开始下降，最后基本保持不变。召回率(R)的值

随着 θ 的增大而增加，达到了最大值后随着 θ 的
增加缓慢减少。精确性(F)的走向基本和准确率

的一样：在开始阶段逐渐增高，达到最大值后开

始下降，最终趋于稳定。在信息增益的试验中，

最终结果最好的 θ 取值为 0.001 6 时，准确率、

召回率和精确性都很高；当 θ＞0.005 时，准确

率、精度值都很低。在信息增益率的试验中，当 
θ 取值为 0.09 时，准确率、召回率和精确性都很

高；当 θ＞0.2 时，准确率、精度值都很低。阈

值较低时造成了过拟合，阈值较高时造成了欠

拟合，造成了最终结果出现偏差，准确率和 F 
精度值都很低。
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图 4 在 DBLP 数据集上测试参数 θ 对聚类的影响

Fig. 4 Tests of the parameter θ influence on clustering 

on DBLP

  另外，还检测了 DBLP 数据集上聚类算法

(算法 4)中的相似度阈值参数 e 对算法效果的影

响。从图 5(a)可以看出，准确率(P)在开始阶段

逐渐提高，当 P 达到最大值后，随着 e 的一直增

大，P 仍能保持较高的水平。召回率(R)随着 e 
的增大一直维持在较高的水平，之后随着 e 的增

加开始下降。精确性(F)的走向基本和准确率是

一样的，随着 e 的增大，精确性一直增大到最大

值，之后随着 e 的增大开始减小。从图 5(b)可以

看到 3 条曲线的走势和图 5(a)是一致的。产生这

种现象的原因是，相似度阈值越高，越能保证同

一个簇中的记录越准确，即准确率越高，但是簇

中发现的记录越不全，即召回率越低。

5.2.2 算法性能对比

  本文提出了一个随机森林的相似度计算方法

(RFBas)(见算法 2)以及基于该随机森林的相似

度算法的改进算法(RF)。改进算法考虑了事实

情况，构建决策树时，当按某个相似度分类时，

相似度大于某一个值判断为不同实体，相似度小

于某一个值判断为相同实体，把这些与事实相悖

的分类情况剔除，得到最终的聚类结果。两个算

法的对比结果如图 6 所示，可以看出改进之后的

算法，准确率、召回率和精确性都有所提高。以

信息增益为特征选择方法改进后提高了 0.6%，

以信息增益率为特征选择方法改进后提高了 
2.8%，因此改进后的决策树构建方法优于改进前

的决策树构建方法。
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图 6 基本随机森林算法与改进算法在 DBLP 数据集上对比

Fig. 6 Comparisons between basic RF and improved RF 

on DBLP

5.2.3 随机森林与决策树方法对比

  本文选择了两种划分决策树的方法：信息增

益和信息增益率，即基于信息增益的决策树方法

和基于信息增益率的决策树方法，与之对应的是

基于信息增益的随机森林方法和基于信息增益率

的随机森林方法。基于这 4 种方法来计算记录相

似性，结果如图 7 所示。由图 7 可以看出，随机

森林的方法在准确率、召回率、F 精度值上都比

相应的决策树方法要好。产生这种结果的原因

是，随机森林的方法综合了所有结果的投票，防
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(b)在使用信息增益率方法下，

最终记录链接结果与相似度阈值 
e 的关系

(b)最终记录链接结果与信息增

益率阈值 θ 的关系

(a)在使用信息增益方法下，最

终记录链接结果与相似度阈值 e 
的关系

(a)最终记录链接结果与信息增

益阈值 θ 的关系

图 5 在 DBLP 数据集上测试参数 e 对聚类的影响

Fig. 5 Tests of the parameter e influence on clustering 

on DBLP
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止了数据倾斜。在这个实验中，利用信息增益的

方法比利用信息增益率方法的 F 值较高。并且使

用信息增益的方法比使用信息增益率算法的 P、
R、F 值都较高，这是因为信息增益率更加适合

于特征值种类比较多的情况。
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图 7 基于信息增益和信息增益率的森林算法的对比

Fig. 7 Comparisons between RF+Gain and RF+Gain_ratio

5.2.4 与已有工作对比

  传统的相似性一般根据特定匹配规则度量或

利用编辑距离、欧式距离计算，在做出表象局

部相似性判断后，利用 Rodriguez 等[9]提出的密

度聚类。该算法是经典的 K-mean 算法的改进算

法，不需要指定聚类中心 k 值，并且可以检测非

球面类别，通过计算可以确定 k 值，但该算法有

一定的局限性。之后 Bie 等[28]又提出了该算法的

改进算法，此时确定 k 值不仅仅是依靠图形，还

能依靠计算公式直接计算，避免 k 值确定的偶然

性。本文主要与 Bie 等[28]提出的算法(CFSFDP)
进行对比。同时还和传统的  Pa r t i t i on(简称

“Part”)方法对比，结果如图 8 所示。

  由图 8 可以看出，在 DBLP 数据集上，RF＋
Gain 算法的准确率、召回率和 F 值都明显高于

其他算法，F 值顺序为：RF＋Gain＞RF＋Gain_
ratio＞CFSFDP＞Part。本文提出的 RFES 算法明

显优于其他 3 种算法，以 Part 为基础，在 F 精
度值上，CFSFDP 高出了 10%，RF＋Gain_ratio 
高出了 32%，RF＋Gain 算法高出 38%。可见，

本文提出的基于随机森林的相似度计算方法和聚

类方法加一起比其他实体识别方法对于属性值在

变化，且变化和时间关系不规律的数据上更加准

确。分析其原因，本文提出的方法考虑到了属性

的改变，把许多弱分类器的投票综合起来，使

结果更加可靠可信，同时提出的聚类算法充分利

用上一阶段的结果。因此，对于数据的属性一直

在改变，并且这种改变和时间的相关性不大的问

题，本文提出的 RF＋Gain 和 RF＋Gain_ratio 算
法具有更大的优越性。
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图 8 改进的随机森林算法与已有聚类算法在 DBLP 上的

对比

Fig. 8 Comparisons between improved RF algorithm and 

existing clustering algorithm on DBLP

  除此之外，本文还和 Li 等[10]提出的动态记

录链接算法进行比较。该算法中属性的变化和时

间是有规律的，某实体的某个属性值，经历的时

间越久，变化为不同值的可能性越大；不同实

体记录的属性值，经历时间越久，变化为相同

值的可能性越大。根据时间为每一个属性分配

一个权值，在此基础上提出了 EARLY、LATE、
ADJUST 三种聚类算法，这三种算法和本文算法

对比结果如图 9 所示。

  从图 9 可以看出，RF＋Gain_ratio 算法在

准确率、召回率和 F 值都明显高于其他算法，

F 值的顺序为：RF＋Gain_ratio＞RF＋Gain＞
ADJUST＞LATE＞EARLY，本文提出的 RF＋
Gain 和 RF＋Gain_ratio 算法明显优于其他三种算

法。其原因为考虑时间特征的记录链接算法，在

计算属性的权重时，某属性在改变了一个值后，

在很短一段时间内又变回原来值的概率是很低
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的，即对属性在一段时间内反复变化或者属性的

变化跟时间关系不大的问题建模时是有问题的，

它会为这种频繁改变的属性值分配一个很低的权

重值，影响最后的聚类结果。因此在属性变化和

时间变化关联性不大的时候，本文提出的算法更

具有优越性。
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图 9 改进的随机森林算法与考虑时间特征的算法在 DBLP 

上的对比

Fig. 9 Comparisons between improved RF algorithm and 

temporal records linking algorithm on DBLP

6 总  结

  实体识别对于数据集成和数据分析是非常重

要的。本文针对演化数据的实体识别问题，提出

了一个基于随机森林与两阶段聚类的实体识别模

型。在该问题中，通过训练几棵决策树构成随机

森林计算记录对的相似性，并提出了一个两阶段

的聚类算法。最后通过在 DBLP 数据集上的实验

对比和分析，验证了该算法的有效性。
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