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摘  要  深度学习的广泛应用带来了视觉分析中许多类似人类认知任务的实现。HMAX 是基于视觉

皮层的生物启发模型，已在多类物体识别中被证明优于标准计算机视觉方法。但是，由于神经形态算

法的高复杂性，在边缘设备上实现 HMAX 模型仍然面临巨大挑战。已有研究表明，HMAX 的 S2 阶

段是运行最耗时的阶段。该文提出了一种基于脉动阵列的新架构来加速 HAMX 模型的 S2 阶段。仿

真结果表明，与基准模型相比，HMAX 模型最耗时的 S2 阶段执行时间平均减少了 14.65％、内存所

需的带宽减少了 3.34 倍。
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Abstract  The widespread application of deep learning has led to the realization of many human-like cognitive 
tasks in visual analysis. HMAX is a visual cortex-based bio-inspired model that has proven superior to standard 
computer vision methods in multi-class object recognition. However, due to the high complexity of neural 
morphology algorithms, implementing HMAX models on edge devices still faces significant challenges. Previous 
experimental results show that the S2 phase of HMAX is the most time-consuming stage. In this paper, we 
propose a novel systolic array-based architecture to accelerate the S2 phase of the HAMX model. The simulation 
results show that compared with the baseline model, the execution time of the most time-consuming S2 phase of 
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1  引  言 

  近年来，深度学习和人工感知算法广泛应用

于许多领域，如自动驾驶汽车[1]、监视和安全[2]

以及太空探索[3]等。卷积神经网络(Convolutional 
Neural Network，CNN)[4]是使这些应用成为可能

的关键网络拓扑之一。虽然目前学者仍在研究如

何增强这些算法，但灵长类动物特别是人类的视

觉处理在效率和能力方面仍然优于这些算法。

例如，作为一个大规模并行处理器的人脑，包

含 1 000 亿个并行操作的神经元，可以提供 1016 

FLOPS(每秒浮点运算)，同时仅仅消耗 20 W。

  HMAX(Hierachical Model and X)[5]由 
Riesenhuber 与 Poggio 于 1999 年提出，是一种用

于物体分类的皮质模型。该模型通过以分层方式

从一组简单特征构造复杂特征，主要模拟腹侧视

觉路径以提供不变对象识别的方法。它主要集中

在任何自上而下的效果(如注意力转移和眼球运

动)之前的几百毫秒，称为“即时物体识别”，

这意味着不需要对它进行训练。文献[6-7]已经

证明，在几个标准数据集的分类中，使用 HMAX 
作为对象分类的模型优于标准计算机视觉方法。

  已有研究表明，基于图形处理单元(GPU)

的 CNS-HMAX 框架[8]比基于中央处理器(CPU)

的实现快 97 倍。然而，其过高的功耗和计算带

宽阻碍了嵌入式或低功耗系统的部署。在 Nvidia 
Tesla C1060 GPU 上运行的 CNS-HMAX 框架[8]的

结果表明，S2 特征的计算占据了算法总执行时

间的近 85％。为解决该问题，Sabarad 等[9]针对 
HMAX 模型中最耗时的 S2 层设计了可重构卷积

引擎加速器 CoRe16。它是一个可重新配置的卷

积引擎，可以并行执行多个可变大小的卷积，并

行度高且十分灵活。实验结果表明，与基于皮质

层网络模拟器(Cortical Network Simulator，CNS)
的实施相比，该加速器速度提高了 5～15 倍。但

其模型使用类似加法树累积的方法来计算每个像

素点，这无疑会降低模型的执行速度。

  在各种二维列选项中，脉动阵列架构[10]因

为局部移位数据移动自然地响应原生二维卷积

的本地数据流而自然地匹配 CNN。脉动阵列还

可以有效地处理在深度神经网络(Deep Neural 
Networks，DNN)训练和运行长短期记忆网络期

间发生的矩阵-矩阵和矩阵-向量运算。因为脉动

阵列中操作数的移动是局部的(邻居到邻居)，所

以其具有计算密度高(低面积)、功率低及控制简

单等特点。结合精心设计的内存层次结构，脉

动阵列架构可以利用 DNN 中的大量数据重用来

实现更高的计算吞吐量，同时消耗更少的存储

带宽。由于这些特性，脉动阵列已广泛应用于 
Google TPU[11]、Xilinx FPGA[12]和学术研究[13]。

  在对深度学习计算设计的加速器中，

Sanchez 等[14]提出了一种用于实时边缘 CNN 处
理的一维卷积加速器。它主要对计算密集度最高

的 CNN 第一层的原始二维拓扑进行一维优化。

Yang 等[15]针对深度学习算法提出了一种 32×32 
脉动阵列，并讨论了可变大小的 CNN 和循环神

经网络算法的映射方法。Du 等[16]将大量的共享

权值放在片上静态随机存取存储器中，从而大

量降低了动态随机存取存储器(Dynamic Random 
Access Memory，DRAM)的读写功耗。但其在

获得权值后，使用广播的方法到达每个处理单元

(Processing Element，PE)，在较大规模的 PE 阵

the HMAX model is reduced by 14.65% on average, and the required memory bandwidth is reduced by a factor 
of 3.34 X. 

Keywords deep learning; HMAX; systolic array; accelerator
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列中布局布线问题将变得十分困难。Chen 等[17]

则提出了一种行停留的数据流模式，将权重以行

(或列)的形式存储在每行(或列)PE 中来减少数

据移动，从而减少能耗。但其输出点需要重新累

加来获得，降低了执行速度。

  本文所提出的 systolic 阵列中的数据流动没

有通过广播，而是通过每拍传递(输入数据从左

至右传递，权重数据从上至下传递)，减少了布

局布线。计算过程中每个 PE 产生一个输出点，

在大规模的计算过程中，可减少数据传递，提高

计算速度。本文的主要贡献点如下：

  (1) 设计了可以计算不同卷积大小的 HMAX 
模型脉动阵列加速器；

  (2) 通过设计的数据流和数据转发，可有效

降低脉动阵列所需的内存带宽。

2 HMAX 模型

  HMAX 是一个四阶段特征提取模型，本文

使用的为 Serre 等[6]开发的 HMAX 算法的扩展。

该模型紧密跟随视觉皮层的层次系统，并通过交

替模板匹配和最大池操作构建越来越复杂和不

变的特征表示。HMAX 模型如图 1 所示。灰度

值图像首先通过 S1 层在 4 个不同方向、16 个尺

度大小执行卷积操作(图中为 8 个尺度大小)；

然后，C1 层为相邻两个尺度中具有相同方向的

特征值提供局部最大池化(M)；在随后的下一阶

段，S2 层实际上使用具有一组 patch 的径向基函

数(Radial Basis Function，RBF)单元，其中这些 
patch 是从一组代表性的图像中随机采样得到；

最后，C2 层对 S2 层进行最大池化操作，生成 
C2 值。

  S1 层：灰度值输入图像首先由简单 S1 元素

的多维数组处理，对应于在初级视觉皮层中发

现的 Hubel 和 Wiesel 的经典简单细胞[18]。S1 层
由 Gabor 函数表示[19]。Jones 和 Palmer[20]已经证

明它可以为皮质单细胞感受野提供一个很好的模

型，具体描述方程如下：

       
                                            

(1)

图 1 HMAX 模型概述

Fig. 1 HMAX model overview
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       (2)
  调整所有滤波器参数，如纵横比 γ＝0.3、方

向 θ、有效宽度 σ、波长和滤波器尺寸 S，使相

应的 S1 单元的调谐特性与基于两组数据的大量

初级视觉皮层中的简单单元相匹配[21-22]。这是通

过对参数空间进行采样，并应用相应的滤波器来

检测皮质细胞的刺激(即光栅、条和边)，并选择

大量初级视觉皮层单细胞的调谐特性后的参数值

(见表 1)。设置 S1 过滤器来制作一个比例金字

塔，它跨越一系列尺寸，从 7×7 到 37×37 像素

分两步。为了保持可管理单元的数量，本文选择

了 4 个方向(0°、45°、90°和 145°)，共有 
64 个不同的 S1 层滤波器(16 尺度×4 个方向)。

  C1 层：C1 单元汇集来自前一层的视网膜组

织 S1 层的输入，对具有相同的方向和相同的组

最大池化操作(表 1)。每个组包括 2 个相邻的滤

波器尺寸(具有 8 个组，总共 16 个 S1 滤波器尺

寸)。例如，组 1 包含大小为 7×7 和 9×9 的 S1 
滤波器。S1 层的组也决定了每个 C1 层(NS×NS)

的池化大小。同样，该过程是针对 4 个方向和每

个组独立实现的。复杂单元的响应 r 来自前一 S1 
层的 m 个最大输入响应 ，使得：

                        (3)
  例如，考虑第一个组：S＝1。对于每个方

向，它包含 2 个 S1 映射：一个使用大小为 7×7 
的滤波器获得，另一个使用大小为 9×9 的滤波

器获得(如表 1 所示)。映射具有相同的维度，但

它们是不同过滤器的结果。C1 单元响应通过使

用池大小 NS×NS＝8×8 对这些图进行次采样来

计算。从每个池中，通过取所有 64 个元素的最

大值来完成。作为最后一个阶段，C1 层从相同

的空间邻域中获取最大值，只记录两张地图中的

最大值。需要注意的是，C1 响应不是在每个可

能的位置计算的，而只是在  的数量上重叠，

这使得下一阶段的计算更加有效。调整控制池化

操作的参数(表 1)，可使 C1 单元的调整与实验

测量的复杂组细胞的调整相匹配[20]。

  S2 层：在 S2 层中，单元在所有 4 个方向上

表 1  S1 和 C1 层参数总结

Table 1 Summary of the S1 and C1 parameters
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聚集来自局部空间邻域的输入 C1 单元。S2 单元

采用径向基函数 RBF 单元[23]的形式。每个 S2 单
元的响应取决于新输入和存储的权重(patch)之间

的欧几里德距离。也就是说，对于来自先前 C1 层
的特定比例 S 的图像映射 X，对应 S2 单元的响应 
R(X, Pi)由下式给出：

                  (4)
其中， β 定义了调谐的清晰度；Pi 是从一组代表

性图像中随机抽取的 n 个特征(RBF 单元的中心)

之一。在运行时，针对 8 个组中每一个组的所有

位置计算 S2 特征图。为每个(0～4 000 个)Pi 计
算一个这样的多尺度图。

  C2 层：最后一组移位和尺度不变的 C2 响应

是通过对整个 S2 矩阵上每个 S2 类型的所有尺

度和位置的全局最大池化计算得到的，即 S2 层
存储的 patch 组 Pi 与每个位置和尺度的输入图像

之间相匹配，且只保留最佳匹配值，而丢弃其余

的。最终结果是 n 个 C2 值的向量，其中 n 对应

于 patch 的数量。C2 响应 RC2 可表示为：

                          (5)
或者，可以将 S2 和 C2 计算重写为：

                      (6)

                     (7)

  这种重新公式化允许将指数运算转移到 C2 
计算中。因此，C2 操作是全局最小值而不是全

局最大值，而指数只需要根据最小值而不是整个

数组来计算，即只需要对 C2 向量直接执行一次指

数操作。同样，在方程中也考虑了常数。这有助

于减少计算资源(乘法器)，进而加速卷积运算。

3 加速器结构

  在本节中，将介绍硬件加速器的体系结构 
SHALE(Systolic HMAX Accelerator)。SHALE 加
速器由脉动阵列组成，主要针对 HMAX 最耗时

的 S2 阶段，具有高度的模块化空间和时间规

律性。

3.1 脉动阵列结构

  如图 2 所示，模型 SHALE 是典型的脉动

阵列。其中，Patch 组从上到下流动，输入数据

从左向右流动。在模型中，输出特征图的每个

像素都分配到给定的 PE。假设资源不受限制，

只需要与输出像素一样多的 PE，并在每个周期

中流式传输所需的操作数。就产生给定像素而

言，在计算元件数量有限的实际情况下，资源

是时分复用的。一旦给定的 PE 生成输出像素，

图 2 SHALE 模型结构

Fig. 2 The structure of SHALE
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结果就会传输到内存，并分配 PE 来计算下一个

像素。

  图 3 为数据流的示意图，这里 kernel 大小为 
4，S2 大小为  60。数据从阵列的左边缘和上边

缘馈送。其中，左边缘中流动的为 C1 输入特征

值，上边缘流动的为 patch 组值。在给定列中，

每行中的 PE 负责输出相同组中不同 patch 组的像

素。但是，每列产生对应于相同 patch 组的不同

输出像素。本文使用 16×16 来形成加速模型，

以便在不同形状的脉动阵列中实现最佳性能(详

情见 4.4 小节)。

3.2 处理单元

  处理块是加速器中的基本计算元件，并且被

定制用于计算 S2 层中的 RBF 特征。PE 的简化

框图如图 4 所示。从左到右到激活寄存器的 PE 
输入的是 C1 特征向量，它们是来自 C1 中相同

组的不同方向的特征。然后它们以延迟(1 个周

期)的值传递给正确的 PE。类似地，从上到下到

权重寄存器的 PE 输入是不同的 patch，并且延

迟(1 个周期)值被传递到下面的 PE。减法器的

数值流入乘数器，以计算 C1 特征和 patch 之间

的欧几里德距离的部分结果。该部分乘积由加

法器累加。累积和的数量取决于正在处理的 S2 
kernel 的大小和方向的数量，确保每个 PE 计算 
S2 的一个像素。所有操作和传输均由控制寄存

器控制。
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图 4 单个处理单元结构

Fig. 4 Schematic diagram of a single processing element

图 3 SHALE 模型数据流示意图

Fig. 3 Data flow diagram of SHALE
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4 实验结果及分析

  在本节中，主要使用 Matlab 仿真方法模拟 
HMAX 模型的计算和运行时间来比较性能。 
Matlab 在  Mac OS Mojave 下运行，CPU 为 
2.6 GHz Intel Core i5 和 8 GB DDR3 1600 MHz。
本文主要使用 Serre 等[6]的 HMAX 模型，因为它

是 HMAX 模型的经典实现，具有优异的识别性

能，并且在包括许多不同对象类别的各种图像数

据集上优于标准的系统。HMAX 模型(S1、C1、
S2、C2)的基本实现可以在 Serre 等[6]的研究中找

到。示例数据集是 Wild 数据库中标记面部的 10 
张图像[24]。

  本文还模拟 Sabarad 等[9]的研究作为基准

线。实验中主要截取 Serre 等[6]研究中的 C1 数据

作为输入，并且 patch 组使用从随机自然图像中

提取的一组 8 种不同大小的通用 patch。为了与基

准线中的 kernel 数量相同，本文使用其中的 4 个
(kernel＝4,8,12,16)。本文将减法运算设置为 1 个
节拍，乘法运算设置为 5 个节拍，并将加法运算

设置为 1 个节拍。为了更好地计算模型运行时

间，本文为每个 PE 单元添加一个计时器，以计

算运算的周期数。此外还添加了寄存器以传递脉

动阵列中的数据。关于存储带宽要求，本文通过

计算输入 C1 数据流来获得周期中所需的不同数

据的数量。SHALE 模型和基准线的运算结果与 
Serre 等[6]研究中的 S2 数据完全一致，验证了模

型计算的正确性。

  以本文采用的 16×16 大小的 systolic 阵列

为例，如图 3 所示。在第 1 个节拍到来时，最左

上角的 PE 对数据第一行的(A1,1)以及 patch 组 
P1 的(a1,1)进行减以及乘累加计算。在第 2 个
节拍到来时，左边第一行第二列 PE 对传递过来

的第一行的(A1,1)以及 patch 组 P2 的(a1,1)进行

计算，同时左边第二行第一列的 PE 对第二行的

数据(A1,2)以及传递过来的 patch 组 P1 的(a1,1)

开始计算。第 3 个节拍到来时，左边第一行第三

列、第二行第二列、第三行第一列开始计算。以

此类推，当达到 31 个节拍时，最右下角的 PE 开
始计算，即可灌满整个阵列。本文以最右下角最

后一个 PE 计算完成作为整个运算的结束。

  计算过程的循环分两部分：输入数据的循环

和 patch 组的循环。其中，输入数据的循环次数

与 S2 大小相关，patch 组的循环次数与 patch 组
数量相关。在此 S2 大小取 60。因为 systolic 阵
列中每一列对应一个 patch 组输出的 16 个像素

点，所以数据循环的次数为 60×60÷16＝225，
即一次数据循环中可得出一个 patch 组中 16 个
输出点。一次 patch 组循环有 16 个 patch 组，

其中 patch 数量取 400，所以 patch 组一共循

环 400÷16＝25 次。PE 中输出的像素点时间

与 kernel 大小、方向以及计算时间相关。这里 
kernel 大小取 4，方向大小为 4，计算时间为一次

减、乘累加占用的时间，为 7 个节拍。所以总的

计算时间为 225×25×4×4×4×7＋31＝2520031 
个节拍。

4.1 计算延迟的比较

  图 5 为 S2 大小对不同 kernel 大小的总延

迟的影响。总延迟在一定程度上反映了模型的

性能。其中，总延迟越小，计算速度越快。从

图 5 可以看出，本文所提出的模型 SHALE 和 
CoRe16[8]的总延迟随着 S2 尺寸的增加而增加。

这是因为随着 S2 尺寸的增加，模型需要计算的

节点逐渐增长，总延迟增加。几乎在所有情况

下，本文模型比 CoRe16 表现更好，这主要是因

为他们的模型使用加法树累积来计算每个像素，

这降低了模型的速度。SHALE 可以通过设计的

数据流计算每个 PE 中的相应像素点。在最好的

情况下(kernel＝12)，本文模型总延迟比 CoRe16 
减少了 46.6％。

  图 6 显示了与基准线相比模型运行时间减少

的百分比。其中，S2 尺寸的大小为 1～60。当 
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kernel 尺寸从 4 到 16 时，平均总延迟分别减少了 
11.18％、3.44％、39.67％ 和 2.5％。可以看出，

在大多数情况下，加速器 SHALE 可以获得更好

的性能。但当 kernel＝12 或 16 且 S2 尺寸很小

(小于 10)时，SHALE 加速效果不如 CoRe16 的
好。这主要是因为 CoRe16 使用加法树的累加来

计算每个像素，当 S2 尺寸较小时，其单元利用

率较高(参见 4.3 节)。

  与图 6 中 S2 尺寸取值(1～60)不同的是，大

多数计算集中在 S2 尺寸为 10～60。因此，本文

也进一步取 S2 尺寸为 10～60 时对 SHALE 运行

时间与基准线做对比(图 7)。从图 7 可以看出，

随着 S2 尺寸的增加，与 CoRe16 相比，本文模型

图 5 S2 大小对总时延影响

Fig. 5 Effect of S2 size on total latency

图 6 SHALE 模型和基准线运行时间减少百分比(1≤S2≤60)

Fig. 6 Percentage of SHALE run time reduction compared 

to baseline (1≤S2≤60)
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图 8 不同 patch 组对总时延的影响

Fig. 8 Effect of patches on latency

图 7 SHALE 模型和基准线运行时间减少百分比(10≤S2≤60)

Fig. 7 Latency reduction compared to baseline (10≤S2≤60)
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运行时间减少与基准线相比的百分比逐渐稳定，

但几乎在所有情况下，它仍然优于基准线。在不

同的 kernel 大小下，平均延迟减少了 14.65％。

  图 8 为不同 kernel 大小的 patch 组数量对总

延迟的影响。这里 S2 大小为 60，权重组数量

从 400 到 4 000，总共 10 组。从图 8 可以看出，

本文所提出的模型和 Core16 的总延迟随着 patch 
数量的增加而增加。这是因为随着 patch 组数量

的增加，模型需要计算的节点数量逐渐增加，

因此总延迟也会增加。几乎在所有的情况下，

SHALE 模型都比 CoRe16 表现更好。这主要是因

为 SHALE 加速器重复使用不同 patch 组中的数
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据并选择适当的脉动阵列大小(参见 4.4 小节中的

分析)，而一次只计算一个 patch 组的 CoRe16 只
重用 patch 组，而不重用 C1 数据流。

  图 9 为不同 patch 组下 SHALE 运行时间减

少与基准线相比的百分比。从图 9 可以看出，随

着 patch 组数量的增加，与基准线相比，模型运

行时间减少的百分比在不同的 kernel 大小下是稳

定的。同时，随着 kernel 尺寸的增加，SHALE 
运行时间减少与基准线相比的百分比也在稳步

提高。这主要是因为 Sabarad 等[9]使用加法树累

积方法来计算较大 kernel 的像素点。kernel 越
大，累积操作所需的时间越长。在本文所提出的

模型中，每个固定的 PE 单元产生相应的 S2 像
素，并且 kernel 大小仅影响单个 PE 为每个像素

计算的时间。在 kernel 大小为 12 的情况下，与

基准线相比的最大减少为 46.6％，这主要是由

于 SHALE 模型阵列单元的高利用率(参见 4.3 小
节)。在不同的 patch 数量下，SHALE 的平均计

算延迟比基准线低 14.55％。
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图 9 不同 patch 组下与基准线运行时间减少的百分比

Fig. 9 Latency reduction compared to baseline in 

different patches

4.2 存储带宽的比较

  存储带宽为 HMAX 模型在单个节拍计算所

需的数据量。在这里，本文将数据位宽设置为 32 

位，patch 组为 400，S2 大小为 60。
  图 10 为模型 SHALE 在不同 kernel 下和基

准线的存储带宽要求。可以看出，随着 kernel 大
小的增加，SHALE 模型所需的存储带宽越来越

小，而 CoRe16 几乎没有变化(kernel 为 12 时除

外)。这主要是因为随着 kernel 大小的增加，单

个数据复用的次数也就越多，SHALE 模型在一

个周期内(与 kernel 大小相关)，需要从内存中读

取的数字越少。CoRe16 通过 PE 单元与 kernel 大
小为 4 的组合来计算更大的 kernel 像素点。完美

组合匹配(即 kernel 大小为 8 或 16)时，带宽几乎

不变。当 kernel 大小为 12 时，其单元利用率会

降低，所需的存储带宽也会降低。
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 图 10 存储带宽需求

Fig. 10 Storage bandwidth requirement

  这主要是通过在输入数据的一个节拍中观察

一列 16 行数据流而获得的。由于本文提出的模

型是 16×16 脉动阵列，因此一个节拍内所需的

最大数据量为(16＋16)×32＝1024 位。但是数

据可以重复使用，因此只需要从内存中加载不同

的数据，并且可以通过转发(广播)来实现相同的数

据。如数据流(图 3)所示，kernel 大小为 4，(A1, 4)
可以在一个周期内重复使用 4 次(等于 kernel 大
小)，而对于内存只能重复一次。本文实验从加

速器中提取了数据流。对于 16 个 C1 输入，只

需要在每个周期加载 5×32＝160 位。对于 16 行
输入 patch，每个 patch 组不同，每个循环需要 
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16×32＝512 位。因此，每个周期加载共 512＋
160＝672 位数据。

  类似地，对于 CoRe16，由于它是通过累加加

法树实现的，因此 CoRe16 中 1×4 处理模块之一

的一个周期所需的最大数据量是(1＋4)×32＝160 
位。虽然基准线由 64 个这样的处理模块组成，

但每个周期所需的最大数据量为 160×64＝10240 
位。然而，C1 数据的 CoRe16(基准线)中的每

个组合处理单元(Composed Processing Blocks，
CPB)(4 个 1×4 个处理模块)在每个周期仅需来

自存储器的 4×32＝128 位。这是因为 C1 数据的

其他 PE 输入可以通过广播来实现。CoRe16 总共

包含 16 个 CPB，因此每个周期共需要 128×16＝

2048 位。关于 patch 组，每循环一个 CPB 组需要 
4×32＝128 位(对应于所需的 C1 数据)，其余 15 
个 CPB 使用相同的 patch 组，这可以通过转发来

实现。因此，CoRe16 每个周期总共需要 2048＋
128＝2176 位。与基准线相比，SHALE 存储带宽

减少了 3.24 倍。在不同 kernel 下，存储带宽平均

可减少 3.34 倍。

4.3 单元利用率的比较

  图 11 为模型 SHALE 和不同 kernel 下的基

准线阵列单元的利用率的比较。其中，patch 组
为 400，S2 大小为 1～60，其他参数不变。可以

看出，随着 S2 尺寸的增加，SHALE 的单元利

用率逐渐稳定，可以达到近 100％。这主要是因

图 11 单元利用率比较

Fig. 11 Unit utilization comparison



田  烁，等：一种用于加速神经视觉识别的硬件架构5 期 69

为 S2 尺寸越大，输入的 C1 数据流越多，模型 
SHALE 在满载时运行的次数越多(一次至少 256 
个像素)，未使用单元占用的比例越少。在不同

的 kernel 下，其单元利用率是不变的。这主要是

因为本文所提出的模型通过每个 PE 单元来计算

像素点。因此，kernel 的大小仅影响 PE 单元中

单个像素的计算时间。

  对于基准线，随着 S2 尺寸的增加，单元利用

率逐渐变得稳定。在不同的 kernel 下，CoRe16 的
单元利用率不同。这是因为基准线模型主要通过

加法树积累来计算像素点。Kernel 值越大，模型

计算的像素越少，相对单元阵列的利用率越高。

  图 12 为本文模型单元利用率在不同 kernel 
下与基准线相比提高的百分比。可以看出，在大

多数情况下，SHALE 模型单元利用率将更好或

更接近基准线。当 kernel 等于 12 或 16 且 S2 很
小(小于 10)时，其利用率不如 CoRe16。这主要

是因为 SHALE 模型为每个 PE 单元计算一个像

素点，而在小数据流的情况下，整个模型的循环

数量很小，并且未使用的单元阵列的数量相对较

大。基准线使用较小的 kernel 来累积较大 kernel 

的像素。因此在 S2 尺寸较小的情况下，可以在 
CoRe16 中使用更多的单位计算。

4.4 不同形状阵列的运行时间

  图 13 为不同形状脉动阵列的运行时间。此

处固定 PE 的总数为 256(与基准线相同)，patch 
组为 400，S2 大小为  60，kernel 大小为 4，方向

大小取 4。在 systolic 阵列大小为 1×256 中，前

者 1 表示输入阵列的大小，后者 256 表示 patch 
组阵列大小。从图  13 可以看出，当阵列大小

为 16×16 时，运行时间是最短的，与 1×256、
2×128、4×64、8×32 相比，分别降低 21.9％、

21.8%、10.7%、3.8%；与 256×1、128×2、
64×4、32×8 相比，分别降低 6.2％、3.0%、

1.3%、0.4%。这主要是因为方形的 systolic 阵列

能够正好利用 patch 组的循环，即 patch 组数对 
16 能够整除，同时数据的循环也可以很好地利

用，阵列的单元利用率较高。同时，可以看出当

阵列越接近正方形时，运行时间越短。
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图 13 不同形状的脉动阵列的运行时间

Fig. 13 Runtime of our systolic array in different shapes

4.5 能耗评估

  在本小节中，评估了 HMAX 模型在脉动

阵列上每张图像的能耗。其中，图像尺寸为 
250×250。S1 层使用了有 16 个组和 4 个方向，

S2 层有 4 000 个 patch 组。时钟频率是 100 MHz。
能耗评估分为两部分：计算能耗和 DRAM 访存
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Fig. 12 Percentage of SHALE unit utilization improvement 

compared to baseline under different kernels
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能耗。本文首先通过 Vivado 仿真单个 PE 的计算

并获得波形图，验证计算功能的正确性；然后，

通过寄存器转换级电路(RTL)综合来计算脉动阵

列的功耗。SHALE 模型的计算能耗通过：脉动阵

列功耗×一个像素所需的计算次数×阵列完成整

个操作所需的计算次数×每个时钟的时间得到。

  Scale-sim[25]是一个可以精确到每个时钟的

可配置脉动阵列 DNN 模拟器。本文使用 Scale-
sim 来获取输入和 patch 组权重的读取轨迹，以

及 HMAX 模型的每一层中输出特征 DRAM 的写

入轨迹。然后使用 DRAMsim2[26]来评估模型的 
DRAM 访存能耗。DRAMsim2 中的示例轨迹主

要分为 3 个部分：存储器访问地址、类型(读或

写)和存储器访问时间。在示例轨迹中，假设只

保留一个读取的访存，可以获得 DDR3 中的一个

读取功耗。在 DRAMsim2 中，一次读取的数据

大小是 64 字节。在本文中，数据的大小定义为 4 
个字节。本文将其除以 16 以获得 DRAM 单个数

据的读取功耗。写功耗采用相同的方法得到。之

后本文使用 HMAX 模型对由 Scale-sim 实现的每

一层 DRAM 进行读写跟踪，以获得 DRAM 的读

写访问次数。两者相乘后再乘以时钟时间即可得

到每层的访存能耗。

  图 14 为每张图像在 HMAX 模型中使用 4.1 
节数据流的计算和  DRAM 访存能耗。可以看

到，随着 kernel 大小的增加，每张图像的计算和

内存消耗逐渐增大。这主要是因为随着 kernel 大
小增加，计算 S2 层中的单个像素所需的计算量

大大增加，并且所需的计算能耗和访存能耗也逐

渐提高。

5 结  论

  本文提出了一种基于 HMAX 的多类目标识

别算法的脉动加速器。加速器的核心是通过使用

设计的数据流计算每个 PE 中的相应像素点。仿

真结果表明，与基准线模型[9]相比，HMAX 模型

最耗时 S2 阶段的执行时间平均减少了 14.65％，

内存所需带宽减少了 3.34 倍。本文将在基于现场

可编程门阵列(FPGA)的 HMAX 硬件上实施提出

的脉动加速器模型 SHALE，为边缘智能系统提

供高速、高能效的解决方案。
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