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摘  要  为加快卷积神经网络的训练，该研究提出一种受区域分解方法启发的新型学习策略。将该方

法应用于残差网络(ResNet)进行图像分类时，使用 ResNet32 可获得最佳结果。进一步地，将 ResNet32 
分成 4 个子网络，其中每个子网具有 0.47 M 参数，此为原始 ResNet32 的 1/16，从而简化了学习过程。

此外，由于可以并行训练子网络，因此在使用 CIFAR-10 数据集进行分类任务时，计算时间可以从 8.53 h
(通过常规学习策略)减少到 5.65 h，分类准确性从 92.82％ 提高到 94.09％。CIFAR-100 和 Food-101 数
据集也实现了类似的改进。实验结果显示，所提出的学习策略可以大大减少计算时间，并提高分类的

准确性。这表明所提出的策略可以潜在地应用于训练带有大量参数的卷积神经网络。
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Abstract We propose a novel learning strategy inspired by domain decomposition methods to accelerate 
the training of convolutional neural network (CNN). The proposed method is applied to residual networks 
(ResNet) for image classification tasks. The best result is achieved with ResNet32. In this case, we split 
ResNet32 into 4 sub-networks. Each sub-network has 0.47 M parameters which is 1/16 of the original 
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1 引  言 

  卷积神经网络(C o n v o l u t i o n a l  N e u r a l 
Network，CNN)[1]凭借其丰富的表示功能极大地

提高视觉任务的性能，具有广泛的应用，如图像

识别[1]、语义分割[2-3]和目标检测，并在这些领

域取得了重大突破。为提高 CNN 的性能，现有

研究主要集中在网络的深度和宽度[4-6]。虽然增

加网络的深度和宽度可以使网络具有强大的表达

能力，但对于大规模数据集[7-9]来说，该操作将

导致更长的训练时间并占用更多的计算资源。例

如，一个医学图像数据通常包含几百甚至几千张

切片，每张切片的大小为 512×512，这种 3D 图
像数据训练往往面临内存不足，训练时间较长的

问题[10]。如何解决此类似问题在医学图像应用中

具有重要的意义。

  对于深度学习的应用，较大的数据集和更深

层的网络结构可以提高准确性，但同时需付出更

长的训练时间。此外，诸如财务风险、自动驾驶

和医学图像[11]等应用需要大量的数据来训练网

络。目前，增加图形处理器(Graphics Processing 
Unit，GPU)数量以实现数据并行性是网络训

练中最常用的方法。例如，在单个  GPU 上用 
ResNet 完成 ImageNet-1k 训练需要 14 天[11]，

而将 GPU 增加到 1 024 个时，训练时间只需

20 min。GPU 是一种昂贵的计算资源，故在实际应

用中很难获得上百甚至上千个 GPU 来训练 CNN。

  目前网络加速的方法主要是通过数据并行，

即增加 GPU 的个数使得每次训练选取的样本数

更大。随着网络模型的加深，参数之间的相互依

赖增大，需要传输的参数量也增大，使得 GPU 
之间的传入时间和通信时间增加。当模型参数以

及计算产生的中间变量无法放入 GPU 设备时，

数据并行会遇到训练困难的问题。本文从网络结

构方面对加速网络的训练进行研究，提出了一种

基于区域分解[12]的快速卷积神经网络学习策略。

本文的主要创新点为：(1) 受到区域分解的启

发，将卷积神经网络拆分成多个子网络，其中子

网络的参数比大网络参数少很多，从而达到加速

训练的目的；(2) 每个子网络能够独立并行地训

练相应的子样本数据，CNN 通过子网络初始化

更加注重对局部特征的学习，提高了 CNN 的分

类结果。

2 卷积神经网络的分解和组合

  基于区域分解的快速卷积神经网络学习策略

研究受区域分解方法启发。区域分解是通过迭代

求解较小子域上的子问题来求解全局问题的计算

方法。分解和组合网络的训练过程为：(1)将卷积

神经网络拆分成 k 个子网络 ；(2)将
每个图片分成 K 份子区域，其中子区域的个数和

ResNet32, thereby facilitating the learning process. Moreover, because the sub-networks can be trained 
in parallel, the computational time can therefore be reduced to 5.65 h from 8.53 h (by the conventional 
learning strategy) in the classification task with the CIFAR-10 dataset. We also find that the accuracy 
of the classification is improved to 94.09% from 92.82%. Similar improvements are also achieved with 
the CIFAR-100 and Food-101 datasets. In conclusion, the proposed learning strategy can reduce the 
computational time substantially with improved accuracy in classification. The results suggest that the 
proposed strategy can potentially be applied to train CNN with a large amount of parameters. 

Keywords learning strategy; domain decomposition; parallel training; speed up 
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子网络相同，分别用子网络并行独立地训练子样

本；(3)将训练好的子网络权重参数重新组合作

为大网络的初始权重，然后使用原样本数据对大

网络进行微调。

2.1 损失函数

  假设在图像分类任务中，将 CNN 表示为 
，其中 x 为网络的输入，  为网络参数的

集合。定义网络参数集合 ，其

中 为第 i 层的参数集，并定义第 i  
层的参数，用集合 表示。同时，

将 xi、fi 和 Fi 分别表示为第 i 层输出、第 i 层的

卷积操作和第 i 层中网络的第一个卷积操作。

，其中 。对于特定的 
x 和 θ，定义 ，  

C 为类别个数， 。即网络的输出  是输入

为第 c 类的后验概率。更具体地，假设 CNN 具
有  L  层，并且最后一个全连接层的输出为 

，后验概率通过 Softmax 
函数获得：

                          (1)

                      
相应地，样本 x 对应的标签为 ，则其损

失函数定义为：

                                         
(2)

                      
  在图像分类任务中，对于样本 X＝{x1, x2, …, xn}

且其对应的标签 Y＝{y1, y2, …, yn}来说，训练网

络解决优化问题为：

                           
(3)

                     
2.2 分解网络

  本文通过具有 2 个卷积层、2 个池化层和 2 
个全连接层的简单 CNN 来说明区域分解的快速

卷积神经网络学习策略，具体如图 1 所示。其

中，图 1(a)为分解的 CNN 结构，其输入图片

大小为 32×32。第一个卷积层的卷积核大小为 
5×5，深度为 16，步长为 1。输入图片经过卷积

运算后，输入图片输出的特征图定义为 conv1，

(b) 划分的子网络图

图 1 卷积网络结构和划分的子网络图

Fig. 1 The schema of convolutional neural networks and the CNN into 4 sub-CNNs

(a)卷积网络结构
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大小为 32×32×16(特征图个数为 16)。第一

个池化层的卷积核大小为 2×2，步长为 2。通

过池化操作后，第一层卷积输出的特征图定义

为 pool1，大小为 16×16×16。同样地，第二层 
conv2 的卷积特征图为 16×16×32，pool2 的大

小为 8×8×32。最后两个全连接的节点数为 128 
和 10(其中 10 代表 10 个分类)。

  将 CNN 分解为具有相同结构的 2n(n≥2)个
子网络。此例中共 4 个子网络，每个子网络具有

与图 1(b)相同的结构。在子网络中输入图片的大

小为 16×16×3。第一个卷积层的卷积核大小为 
5×5，深度为 4，步长为 1。通过卷积运算后，

输入图片输出的特征图定义为 conv1_sub，大小为 
16×16×4(特征图个数为 4)。第一个池化层的卷

积核大小为 2×2，步长为 2。通过池化操作后，

第一个池化层输出的特征图定义为 pool1_sub，大

小为 8×8×4。同理，第二层卷积特征图 conv2 
为 8×8×8，pool2 的大小为 4×4×8。最后两个

全连接的节点数为 32 和 10。
2.3 组合网络

  首先定义子网络的张量，然后将子网络的张

量合成 CNN 的张量。在图 1(b)的示例中，有 4 
个相同的子网络，可以定义为相应的 4 个张量 

。其中，

中的 i 表示子网络的数量；n 为层

数；k×k(卷积层中 k＝3，全连接层中 k＝1)为一

个卷积核的大小；cin 和 cout 分别为该层的输入和

输出特征图的数量。池化层卷积核大小通常为 
2×2，步长为 2。接下来，可以在图 1(a)定义 
CNN 的张量，采用  表示该张量。

本节中使用训练好的  、 、 、  初始化 
CNN 的初始权重 。对 CNN 的初始化权重参数

定义如下：

  (1)采用张量  表示第一个隐含层，其中

k＝3、 (3 是 RGB 图像的通道数)和 
，第一层 CNN 初始参数可由 、 、

、  组合得到；                                   
  (2)采用张量  表示最后一层，其中 k＝3、   

 和 (n 为图像分类的类别数)；

  (3)采用张量  和  表示其他层，并且 k＝
3、  和 ，CNN 初始化权重由 、

、 、  组合得到。

  基于区域分解的快速卷积神经网络学习策略

先将 CNN 分解为多个子网络。每个子网络由相

应的子样本独立训练，并且子网络和 CNN 使用

相同的优化器进行训练。此外，每个子网络可以

通过多个 GPU 同时并行训练。CNN 初始化权重

过程如图 2 所示。

  卷积神经网络的分解和组合学习策略步骤

如下：

  (1)假设输入图片定义为  ，采

用  表示第  k  个子样本数据，且

；

  (2)将 CNN 分解成 K 个子网络，每个子网络

优化参数定义为 ；

  (3)使用随机梯度下降算法来优化子网络，可得

子网络所需优化的问题为 ；

  (4)使用子网络的参数  作为 CNN 的初

始训练权重；

  (5)将 CNN 的初始参数设置为 ，并对 
CNN 进行微调。由此可得，CNN 的优化问题为  

。

3 实验结果 

  图像分类是计算机视觉领域研究的重要部

分，其目的是使用计算机代替人类去识别处理各

种图像信息。图像分类的过程分为图像的预处

理、特征提取及网络模型的选择。其中，特征提

取及网络模型选择对图像分类的结果具有很大
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的影响。对于基于区域分解的快速卷积神经网络

学习策略的实验，采用 CIFAR-10/CIFAR-100 和 
Food-101 等公开数据集进行分类实验验证。

3.1 不同深度 ResNet 分解

  为了评估分解和组合学习策略的有效性，本

文使用公开数据集 CIFAR-10 进行实验。其中，

CIFAR-10 数据集中所有图片大小均为 32×32，
共 10 类，每类中包含 50 000 张训练集和 10 000 
张测试集[4]。具体数据集如图 3 所示。

  本文网络结构选择的是  ResNet [4]，其中 
ResNet 结构是图像分类任务中最常用的网络。

训练图像的大小为 32×32，第一个层是 3×3 
的卷积。然后，网络分别在大小为{32,16,8}的
特征图上使用具有 3×3 卷积的 6n 层堆栈，每

个特征图尺寸为  2n  层。卷积核的数量分别为

{64,128,256}。二次下采样通过步长为 2 的卷

积核执行操作。网络采用全局平均池化操作，

共 6n＋2 个堆叠的加权层[1]。本文对比了 n=5, 
9, 8 的实验结果，即 ResNet32、ResNet56 和 

ResNet110。在实验过程中，将图像分解为 4 个
具有重叠的子图像[13-14]，其中子图像的大小为 
20×20。因此，对于子网络，特征图的大小分别

为{20,10,5}，卷积核的数量分别为{16,32,64}。
需要说明的是，所有子网络都是从头开始进行

图 2 卷积神经网络迁移学习的初始化权重

Fig. 2 Initial weights for CNN transfer learning
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训练的。网络使用训练集训练后，在测试集上

测试 top-1 和 top-5 准确率。此外，本文还使用 
CIFAR-100 数据集对分解和组合的迁移学习策

略进行实验验证。该数据集包含 100 个类别的

50 000 张训练图像和 10 000 张测试图像。数据集

图像是大小为 32×32 的 RGB 图像。实验结果显

示，与 CNN 的随机初始化相比，分解和组合迁

移学习策略的准确性有一定程度的提升。

  本文中，每个子网络和大网络都使用相同

的优化方案进行训练。本文采用图像增强的标

准做法，通过执行随机水平翻转来执行数据增

强。所有网络模型都在深度学习服务器上进行训

练，该服务器可以同时训练多个网络模型。网络

优化器使用 Adam[15]进行优化，批量训练图像的

大小为 128。对于随机初始化，初始学习率设置

为 0.001，网络训练到 80、120 和 160 个 Epoch 
时，学习率减少 10 倍。对于分解和组合迁移学

习方法，子网络训练 120 个 Epoch， 初始学习率

为 0.001；网络训练 80、90 个 Epoch 时，学习率

减少 10 倍。大网络训练 80 个 Epoch，网络初始

学习率为 0.000 1，网络训练到 20、40 和 60 个 
Epoch，学习率减少 10 倍。

  首 先 将 分 解 和 组 合 的 学 习 策 略 使 用 
ResNet32、ResNet56、ResNet110 等网络，并采

用 CIFAR-10 和 CIFAR-100 数据进行训练和测

试。对于训练时间方面，从表 1 可以看出分解和

组合的学习策略在 3 个 ResNet 网络的训练时间

分别是 5.65 h、9.61 h 和 18.78 h，相对于随机初

始化学习时间加速比是 1.51、1.45 和 1.42。这表

明分解和组合的学习策略能够加快网络的训练时

间，同时还在一定程度上提高网络的分类结果。

由于 CIFAR-100 数据集的大小和 CIFAR-10 是
一样的，故未在表中记录 CIFAR-100 的时间。

在 2017 年 ILSVRC 比赛中，SENet 以 top-5 错
误率 2.25% 夺得冠军[16]，相比于 2015 年的冠军 
ResNet(3.57%)提高了 1.32%[4]。这表明在一些

公开数据集的分类中，分类的错误率(或准确率)

达到一定程度时，继续提高具有一定的挑战。从

表 2 可知，迁移学习在 ResNet56 的性能提升效

果最佳，其中在 CIFAR-10 数据集上相较于随机

初始化提升了 1.25%，在 CIFAR-100 数据集上，

ResNet32 提升了 4.23%。另外，迁移学习的方法

在 ResNet32 相较于 2015 年 ResNet32 文章中的

结果[4]提升了 1.6%。

表 1 10 分类数据集训练时间

Table 1 Training time of 10 classification data sets

注：“ResNet_paper”表示 2016 年 ResNet 文章中的结果；“--”表示 ResNet 文章中出现没有 CIFAR-100 的结果

表 2 10 分类和 100 分类数据集实验结果

Table 2 CIFAR-10 and CIFAR-100 datasets classification experimental results
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  为了进一步分析分解和组合的学习策略对卷

积神经网络模型优化的影响，将 CIFAR-10 数据

集在 ResNet32 网络的测试结果曲线进行整理展

示(图 4)。从图 4 可以看出，迁移学习方法一开

始的准确率比随机初始化的结果要大很多，迁移

学习方法训练 10 多个 Epoch 时，网络已收敛，

而随机初始化网络需要训练 80 多个 Epoch 才达

到收敛。 
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Fig. 4 Results of the dataset CIFAR-10 

  分解和组合的学习策略相较于随机初始化训

练方法在准确率方面有一定的提升。为了研究准

确率提升的原因，本文将第一层卷积的特征图进

行可视化处理(图 5)。从图 5 可以看出，子网络

提取的特征能很好地被 CNN 学习到。通过实验

验证分析，子网络训练的子样本的感受野较小，

卷积操作过程中能够注意一些细节的特征，而这

些细节特征是 CNN 所忽略的。通过子网络训练

提取的特征，该细节特征通过迁移学习方法被 
CNN 所学习，从而提高了网络的分类准确率。

3.2 相同深度 ResNet 分解

  基于区域分解的快速卷积神经网络学习策略

的一个关键步骤是如何划分子网络个数。若网络

划分的个数较多，则导致子网络结构比较简单，

无法处理复杂数据分类任务。若网络划分个数太

少，则网络结构太大，不仅需要占用内存资源，

而且需要耗费大量的时间去训练。因此，子网络

的划分对于区域分解的快速卷积神经网络学习策

略十分重要。

  本小节实验数据采用 Food-101 数据集进

行。该数据集包含 101 个类别中的 90 900 张训练

图像和 10 100 张测试图像[17-19]。与其他分类任务

相比，该分类任务具有一定挑战性。这是由于每

个图片都包含多个目标，并且不同类别之间存在

相似之处，这会对目标的分类造成一定的干扰。

对于数据预处理，采用标准做法——将图像尺寸

大小重置为 224×224，并对数据集进行增强，如

对图像进行随机水平翻转。
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Fig. 5 The feature map of the first layer of the 4 sub-networks and the feature map of the first layer of the 

transfer learning strategy network
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  基于区域分解的快速卷积神经网络学习策

略，在子网络的表达能力与子网络的并行训练效

率之间需要衡量。具体地，随着网络分解次数的

增加，子网络训练的并行效率提高，但由于网络

规模减少，子网络表达能力可能不足，这就导致

子网络训练学习得不好，无法很好地提取子样本

的样本特征，从而影响 CNN 结果。在本节中，

使用分解和组合的学习策略将 CNN 分解为不同

数量的子网络，并进行实验对比。其中，CNN 
使用的是 ResNet50[4]，且每个子网络都是从头开

始训练的，而不是由预先训练好的 ResNet 进行

训练。实验中，将 CNN 划分为 4 个子网络和 8 
个子网络，并分别训练相应的子样本，其网络架

构如图 6 所示。

  在不同分块的实验中，网络划分为  4  个
子网络和 8 个子网络，分别使用 ResNet50 和
ResNet101[4]对 Food-101 数据集进行实验。从

表 3 可以看出，8 个子网络的结果优于 4 个子

网络的结果。从表 4 可知，在训练时间方面，

4 个子网络和 8 个子网络花费的训练时间都比

图 6 卷积神经网络和子网络的结构

Fig. 6 Structure of CNN and sub-network

表 3 101 类食物实验结果

Table 3 Experimental results of Food-101

注： “--”表示 Food-101 文章中没有出现 ResNet101 的结果
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随机初始化的少，相较于随机初始化时间加速

比在 ResNet50 中是 1.61、1.64。同样地，在 
ResNet101 中，时间加速比为 1.57、1.58。 在准

确率方面，分解和组合学习策略相较于随机初始

化方法在 ResNet50 准确率提升了 2.51%，而在 
ResNet101 提升了 2.16%。从图 7 可以看出，4 
个子网络迁移学习初始的准确率比 8 个子网络的

好，但随着网络的训练，8 个子网络的最终结果

比 4 个子网络的结果要好。两个迁移学习的初

始化结果都比随机初始化要好，这说明迁移学

习给网络提供了一个较好的初始训练点，对网

络进行微调后的结果相较于随机初始化有一定

的提升。这表明基于区域分解的快速卷积神经

网络学习策略能够加快网络的训练，同时还能

提高网络的性能。

表 4 101 分类数据集训练时间

Table 4 Training time of Food-101 data sets
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Fig. 7 Results of the dataset Food-101

4 讨论与分析

  图像分类是计算机视觉领域中重要的研究方

向，而卷积神经网络是处理图像分类任务最常用

的方法。随着图像数据规模的增大，训练 CNN 
需要耗费的时间过长和占用大量的计算资源。

网络加速训练最常见的方法是数据并行，即增

加 GPU 个数。Goyal 等[20]等使用 8 块 Tesla P100 
GPUs 训练 ResNet50 需要 29 h，即使 GPU 增加

到 256 块时，也需要 1 h。与前述方法相比，本

文从网络模型方面来加速网络的训练，提出一种

基于区域分解的快速卷积神经网络学习策略，也

是一种迁移学习的方法。该方法先将一个大网络

拆分成多个子网络并行训练，然后将子网络训练

好的参数组合作为大网络的初始权重，并对大网

络进行微调。在网络训练时间方面，ResNet32、
ResNet56、ResNet110 在 CIFAR-10 数据集中使

用分解和组合迁移学习方法的时间分别 5.65 h、
9.61 h、18.78 h，相较于随机初始化的 8.53 h、
13.98 h、26.74 h 训练时间有了一定的减少。其中在 
ResNet110 训练时间减少得最多，达到了 7.96 h。
在分类准确率方面，He 等[4]等使用 ResNet32、
ResNet56、ResNet110 对 CIFAR-10 数据分类的

准确率分别为 92.49%、93.03%、93.57%，而本

文使用分解和组合卷积神经网络的迁移学习方法

的结果是 92.86%、94.34%、94.14%，相较于 He 
等[4]方法的准确率有一定的提高。其中，训练时

间减少的原因是，分解和组合的学习策略中子网

络的参数较少，子网络的参数组合作为大网络的

初始权重，这样使用大网络训练很少的轮数就可

以达到理想的结果。分类结果提升的原因是，通

过将 CNN 划分成子网络，其中子网络更加关注

图片的局部特征，随后通过子网络训练参数的组

合作为 CNN 的初始权重，这使得 CNN 进行微调

时更加注重局部特征的学习，从而提高 CNN 的
分类结果。本文分解和组合学习策略也还存在一
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些不足之处：(1)子网络需划分多少合适。若子

网络划分过多，则子网络的学习较差，这会影响

最终 CNN 的训练。(2)图片数据的划分策略，每

个子网络要训练相应的子图片，若子图片包含的

信息较少，则会影响子网络的训练结果。(3)对 
2 个网络时间还需要进一步的研究。对于以上问

题，未来将对子网络的划分和图片的划分做进

一步的研究，并完善基于区域分解的快速卷积

神经网络学习策略不足之处。

5 结  论

  本文提出一种基于区域分解的快速卷积神

经网络学习策略，旨在有限计算资源条件下使

用 CNN 完成大规模数据的训练并加快 CNN 的训

练。在 CIFAR-10、CIFAR-100、Food-101 上的实

验结果显示，基于区域分解的快速卷积神经网络

学习策略比随机初始化的方法收敛得更快、分类

结果更好。由此可知，卷积神经网络分解和组合

的学习策略在图像分类任务中是有效的。在未来

工作中，将对基于区域分解的快速卷积神经网络

学习策略进行完善和改进，并尝试应用于图像分

割和目标检测等任务。
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