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基于聚焦注意力机制的对齐回归手部姿态估计网络

摘要：基于 RGB 图像的手部姿态估计在动态手势识别以及人机交互领域展现出至关重要的应用前景。然而，现有的方法面临着诸多挑战，例如手部自相似性程度高、关键点分布极为密集等问题，这使得在较低计算成本的条件下实现高精度的预测变得困难重重，进而导致在复杂场景中的表现存在局限性。鉴于此，本文提出了一种基于 YOLOv8 网络的二维（2D）手部姿态估计模型 —— FAR-HandNet。该模型巧妙地融合了聚焦线性注意力模块、关键点对齐策略以及回归残差拟合模块，有效地增强了对小目标区域（如手部）的特征捕捉能力，同时减少了自相似性对手部关键点定位精度的不良影响。值得一提的是，回归残差拟合模块借助流生成模型对关键点残差分布进行拟合，极大地提升了回归模型的精度。本文的实验在 CMU 和 FreiHAND 数据集上展开。实验结果清晰地表明，FAR-HandNet 在参数量和计算效率方面优势明显，在不同阈值下的 PCK（Percentage of Correct Keypoints）表现优异，相较于现有方法有显著提升。此外，该模型的推理时间仅需 32ms。消融实验进一步证实了各模块的有效性，充分验证了 FAR-HandNet 在手部姿态估计任务中的有效性和优越性。
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Alignment Regression Hand Pose Estimation Network Based on Focused Attention Mechanism

[bookmark: OLE_LINK1]Abstract: Hand pose estimation based on RGB images shows crucial application prospects in the fields of dynamic gesture recognition and human-computer interaction. However, existing methods face numerous challenges. For example, the high degree of self-similarity of the hand and the extremely dense distribution of key points make it extremely difficult to achieve high-precision prediction under the condition of low computational cost, which in turn leads to limitations in performance in complex scenarios.In view of this, this paper proposes a two-dimensional (2D) hand pose estimation model based on the YOLOv8 network, namely FAR-HandNet. This model ingeniously integrates the Focused Linear Attention module, the key point alignment strategy, and the regression residual fitting module, effectively enhancing the feature capture ability for small target areas (such as the hand), while reducing the adverse impact of self-similarity on the positioning accuracy of hand key points. It is worth mentioning that the regression residual fitting module uses a flow-based generative model to fit the distribution of key point residuals, which greatly improves the accuracy of the regression model.The experiments in this paper are carried out on the CMU and FreiHAND datasets. The experimental results clearly show that FAR-HandNet has obvious advantages in terms of the number of parameters and computational efficiency, and performs excellently in PCK (Percentage of Correct Keypoints) under different thresholds, showing a significant improvement compared with existing methods. In addition, the inference time of this model is only 32ms. The ablation experiments further confirm the effectiveness of each module, fully verifying the effectiveness and superiority of FAR-HandNet in the hand pose estimation task.
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1 引  言
在当今数字化时代，人机交互技术蓬勃发展，手部姿态估计（Hand Pose Estimation, HPE）作为其中一项关键技术，为智能交互体验提供了有力支撑。随着科技的不断进步，低成本且便携式的图像采集设备愈发普及，手部姿态估计技术顺势在多个领域开启了广泛应用之旅。回顾过去数年，深度图像数据集的引入犹如一股春风，为手部姿态估计领域带来了显著进步。然而，深度传感器自身存在短板，其分辨率与有效范围相对受限，并且对环境光照条件极为“挑剔”[1] ，往往仅能在室内环境稳定发挥作用，这无疑严重束缚了手部姿态估计技术在更广阔天地施展拳脚。近年来，卷积神经网络一路高歌猛进，基于RGB图像的手部姿态估计方法如雨后春笋般涌现，与之相伴的是RGB图像数据集数量的节节攀升，单目RGB方法更是备受瞩目[2] 。从成本考量，RGB相机亲民的价格优势明显；从应用广度来看，它摆脱了深度传感器的诸多限制，室内外皆宜。但与此同时，基于RGB图像的手部姿态估计之路并非坦途，面临重重挑战。手部自身结构特殊，具有很强的自相似性，关节分布密集，姿态更是千变万化，这些特性使得现有方法在复杂环境下难以精准“命中”关键点，实现精确预测。
当下，主流的手部姿态估计方法主要分为基于热图和基于回归两大阵营。基于热图的方法，核心思路是预测各个关键点的大致方位，为每个关键点在所有可能位置生成对应的概率热度图[4-5]  ，进而选取概率峰值所在位置作为关键点的最终定位。举例来说，Wei等[6-7]  提出的卷积姿态机(CPM)，为各关键点量身打造一组热图，确保每个关键点在自身对应的热图中脱颖而出，拥有位置概率最大值。Wang[8] 提出一种两阶段级联CNN架构，首阶段专注于手部掩码的预测，次阶段巧妙结合输出特征图与首阶段生成的手部掩码，对手关节位置进行估计，且在该阶段运用基于CPM架构的热图回归策略。还有Wang等[9] 提出的SRHandNet方法，借助编码器-解码器架构开展热图回归，精准获取手部位置的边界框坐标以及手部关键点位置，同时利用同一网络进行周期推理，为提升手部姿态估计效果添砖加瓦。然而，基于热图的方法并非尽善尽美，取概率最大值这一操作如同在训练路上设置了一道 “屏障”，使其无法采用端到端的训练方法；加之深度神经网络降采样的 “副作用”，热图分辨率与输入图片相比大打折扣，引发不可逆的量化误差，关节位置精度无奈受限。若试图通过提高热度图分辨率来改善，又会陷入内存和计算开销剧增的困境。
基于回归的方法则另辟蹊径，应用端到端框架，全力学习从输入图像到关键点位置的直接映射关系。如此一来，既无需费心维护高分辨率热图，大大减轻了内存与计算负担，又能直接输出坐标值，巧妙避开量化误差[10] 。Toshev和Szegedy将2D人体姿态估计问题进行巧妙转化，从传统的图像处理与模板匹配难题，转变为依托卷积神经网络的图像特征提取与关键点坐标回归新问题，运用回归范式对被遮挡的人体关节点进行精准估计。这一方法不仅省却了热图生成步骤，还保留了对全局约束的深刻理解能力。Geng等人[11] 更是洞察到精确回归关键点坐标的关键所在——需特别聚焦关键点周围区域，进而提出结构式关键点回归 (DEKR)这一直接坐标回归方法。它采用自适应的卷积结构，潜心学习关键点周围像素的特征，并通过多分支结构设计，让每个分支针对特定关键点，利用自适应卷积深挖关键点周围像素特征，实现对关键点位置的精准回归。多阶段回归策略的运用，则进一步打磨关键点坐标的精度，让多阶段直接回归方法焕发新活力。Carrira等人[12] 提出的自我修正模型同样独具匠心，通过从输入到输出的联合空间深入学习特征提取器，对联合空间中蕴藏的丰富结构化信息进行精细建模。该模型引入自顶向下的反馈机制，凭借反馈错误预测逐步修正初始解，这一迭代错误反馈(IEF)过程犹如一位严谨的工匠，精心雕琢模型预测结果。不过，回归方法虽在时间效率上表现出色，但面对复杂手势时，准确性却有些“力不从心”，而且容易忽视关键点之间的内在关联信息，与基于热图的方法相比，精度略逊一筹。
为攻克回归方法精度欠佳以及未能充分考量关键点间联系的难题，本文在YoloV8的主干网络CSPDarkNet中将C2f替换为聚焦线性注意力模块 (Focusing Linear Attention Module，FLAM)，通常情况下，人手在图像中所占比例较小，关键点分布相对集中，这般操作不仅削减了计算成本，还能高效获取小目标区域的特征信息，为精准提取关键特征筑牢根基。与此同时，本文提出关键点对齐策略(Key Points Alignment，KPA)，将关键点的空间关系以及类别信息有机融入回归框架之中，精心筛选出候选关键点。这一策略不仅周全考虑到关键点之间的紧密联系，极大削弱手部自相似性对手部关键点定位准确性的负面影响，还如同给模型训练安上了“加速器”，显著加快训练进程。不仅如此，本文还基于残差似然估计精心重构回归残差拟合模块(Regression Residual Fitting Module，RrFM)，巧妙引入流生成模型来拟合潜在的输出分布，从而生成关键点的概率分布。如此一来，无需费力维护热图，便能比肩基于热图方法的性能，大幅提升模型的预测精度。
综上所述，本文提出一种单阶段端到端的2D手部姿态估计方法基于聚焦注意力机制的对齐回归手部姿态估计网络（FAR-HandNet），该方法宛如一位精准的“猎手”，能够敏锐捕捉小目标区域，通过巧妙融合关键点间的空间与类别信息，以及对回归范式的创新性重构，全方位提升模型的预测精度，有望为手部姿态估计领域注入全新活力。

2.	基于聚焦注意力机制的对齐回归手部姿态估计网络
2.1整体架构
FAR-HandNet包括三个模块，如图1所示：聚焦线性注意力模块、关键点对齐模块和回归残差拟合模块。在主干网络中将C2f替换为FLAM，使得模型更加注重小目标区域内的特征细节(如指尖)，提高模型的高效性和表达能力，并降低计算量；KPA结合了各关键点的空间关系与类别信息，极大程度降低手部自相似性对于关键点定位准确性的影响，并且加快了模型的训练；RrFM利用流生成模型拟合回归误差与基础分布之间的残差概率分布，从而提高回归模型对于关键点预测的准确性。通过对残差分布的拟合，使得回归模型也可达到热图模型的效果。
[image: ]
图1  FAR-HandNet整体网络架构
Fig. 1  FAR-HandNet Overall Network Architecture

2.2 特征提取器的优化
2.2.1 基于聚焦线性注意力的主干网络优化设计
在YOLOv8的主干网络CSPDarkNet中，本文将传统的C2f模块替换为聚焦线性注意力模块（FLAM），以提高网络对小目标（如手部）的特征提取能力，同时降低计算量。改进后的CSPDarkNet-VT如图2所示。
[image: ]
图2  CSPDarkNet-VT的整体网络模型图
Fig. 2  Overall network model diagram of CSPDarkNet-VT
同时，FLAM的引入在以下几个方面对网络产生了显著影响。FLAM替代了原先C2f模块，这意味着输入的特征图经过FLAM的处理后，能够以更高效的方式捕捉到重要的局部特征，尤其是在小目标区域（如手指尖）的细节。这一改变使得网络能够更加聚焦于高维特征，减少对背景噪声的关注，从而提升对小目标的识别精度。
在FLAM的处理下，网络能够有效地降低自注意力机制中传统Softmax的计算复杂度，从而加速了训练和推理过程。FLAM通过线性注意力机制O(Nd²)复杂度替代了传统的O(N²d)复杂度，同时通过聚焦算法增强了对重要区域的关注力，使得网络在提取特征时，能够更加准确地捕捉到手部的关键特征。结合深度卷积（DWC）和逐点卷积（PWC）模块，FLAM进一步增强了特征多样性，确保了空间和通道特征的丰富性，从而提高了网络的表达能力。
由于FLAM能够高效提取局部和通道之间的特征，网络的输出更加注重小目标区域的精细信息。这使得FLAM在预测阶段能够提高关键点的定位精度，尤其是在处理复杂的手部姿态时。与传统C2f模块相比，FLAM对手部自相似性和复杂姿态的适应性更强，进而提升了网络在手部关键点检测任务中的表现。
通过对CSPDarkNet进行优化，使得其不仅在计算量上得到了有效的降低，还在特征提取的准确性和细节捕捉上做出了显著提升，尤其是在处理小目标时，表现得尤为突出。
2.2.2 聚焦线性注意力模块
Transformer 模型近年来在计算机视觉领域取得了显著进展，尤其在复杂任务中表现出色。然而，图像数据的高维特性导致全局自注意力计算复杂度为O(N2d)，在处理高分辨率图像时会造成极大的计算负担[14] 。因此，本文在FAR-HandNet中采用了一种基于聚焦算法的线性注意力机制，如图3所示。该机制通过简化矩阵运算有效降低了计算复杂度至O(Nd2)，同时保留了对重要特征区域的高效捕捉能力，尤其是在处理小目标（如手部）时表现尤为出色[15-16]  。

[image: ]图3  FLAM网络框架，为聚焦函数
Fig. 3  FLAM Networking Framework, Is Focus Function
(1) 线性注意力
在视觉Transformer中，自注意力的一般形式为：
[bookmark: _Hlk173595911]
                 (1)
其中，每个自注意力头给定N个输入，投影矩阵，为相似函数，在Softmax注意力中的相似函数为。线性注意力机制通过改变矩阵计算顺序来降低计算量，其一般形式为：
                        (2)
                  (3)
(2) 聚焦算法
Softmax注意力实际上提供了一种非线性重新加权机制，使得其注意力图的分布在某些区域（例如前景物体）上特别尖锐。相比之下，线性注意力的分布更加平滑，不能关注信息更丰富的区域。因此提出聚焦算法，使相似的查询密钥对更接近，不相似的查询密钥对推开。该聚焦算法映射函数为：
                     (4)
，              (5)
其中，表示逐元素求x的p次幂，为保证公式(5)中输入的非负性以及分母的有效性，在映射函数前使用ReLU函数。
(3) 特征多样性
在DeiT-Tiny中可以看到，其所使用的Transformer 层N=14×14，并且注意力矩阵具有满秩（即196）[17] 。然而线性注意力的注意力矩阵受到tokens的数量N和每个头的通道维度d的限制，很难做到满秩。

                               (6)
在常见视觉Transformer 中，d通常小于N，注意力矩阵秩的上限被限制，这表明线性注意力的注意力矩阵许多行都存在严重的同质化，这将导致聚合特征之间存在相似性。为解决此类问题，通过将深度卷积（Depthwise Convolution，DWC）添加到注意力矩阵中：
                     (7)
DWC能够关注空间上的局部特征，即使在线性注意力中两个查询向量相同，也能从不同的局部特征获得不同的输出，保证了特征的多样性。但该模块仅能获得空间上的局部特征，忽略掉了通道间的特征信息，从而会导致特性多样性不够完善，本文尝试加入逐点卷积(Pointwise Convolution，PWC)模块来解决这个问题：
              (8)
其中，PWC能够提取通道间的特征信息，丰富特征多样性[18] 。
(4) 聚焦线性注意力机制
综上所述，本文实现了一种带有特征聚焦能力的线性注意力机制，并在特征多样性方面加以改进，更新后的模块可以表示为：
      (9)
	此模块通过改变矩阵计算顺序将计算复杂度从降低至，并加入聚焦算法使得该注意力的表达能力可以与Softmax相媲美，巧妙的将DWC与PWC联合使用，保证了该模块的特征多样性。
2.3 关键点对齐
为应对手部自相似性对关键点定位带来的干扰，本文提出了关键点对齐策略。该策略通过将关键点的空间布局信息与类别信息结合，筛选出高质量的候选关键点，极大地减少了错误定位的概率。此外，关键点对齐策略有效利用了锚点和正负样本的动态匹配机制，加速了模型训练，并提高了预测精度，特别是在密集关键点的手势中表现尤为突出。
2.3.1无锚框策略
[bookmark: OLE_LINK3]在之前有锚框的工作中，针对不同数据集需要手动设置锚框的长宽比，锚框数量等属性，采用的匹配机制使得极端尺度相对于适中尺度被匹配到的频率更低，使得网络的泛化性降低[19] 。有锚框策略为了兼顾多尺度下的预测能力，推理得到的预测框也相对较多，在输出处理时的非极大值抑制计算也会更加耗时。
[bookmark: OLE_LINK4]因此YOLOv8中采用无锚框的策略，训练中直接学习各种框的形状，推理时根据学习到的边框距离与锚点中心位置，拟合物体尺寸[20] 。因此无锚框策略通过不依赖数据集中的先验知识，使网络对“物体形状”有更好的表达能力，更具泛化潜能。在运动物体、尺寸不一物体检测上有所提升，同时检测被遮挡物体时也能更加灵活。
2.3.2 关键点对齐策略
[bookmark: _Hlk173597470]	在关键点预测这部分，三个不同尺度的特征图，共8400个锚框，通过检测头进行关键点预测，每个锚框都会预测21个关键点，因此本章设计关键点对齐策略来筛选最佳的预测关键点。通常情况下，真实关键点附近区域内的点均可视为关键点，接下来本文将介绍如何确定真实关键点附近区域的大小，即通过设计真实关键点包围框来进一步筛选最佳的预测关键点。在处理不同输入图像中的目标物体时，由于目标物体（例如手部）的大小和关键点的分布差异，真实关键点包围框需要动态调整。本文提出了一种基于目标物体关键点间距离的动态包围框设计方法。具体而言，包围框的边长是根据以下几个关键点类型及其相互距离计算得出的，对于每个关键点（从到，其中为关键点总数），根据其类型和相对位置计算关键点之间的距离。计算公式如下：
(10)
其中，为输入图像中第个关键点的坐标，选择倍作为第个真实关键点包围框的边长，目的是最大程度上减弱框之间的重叠。同样地，选择该边长为第个预测关键点创建包围框。根据上述得到的预测与真实关键点包围框来计算二者之间的IOU值。
此外，由于受到正负样本动态策略的启发，不仅考虑预测关键点与真实关键点之间的空间关联，还要考虑到二者的类别相似度：
                         (11)
其中，为预测关键点的类别得分，为真实关键点的标注类别。为缩放程度，取。为极小值，取，为避免相似度为0。若与越接近，则越接近，反之接近。
将关键点的类别得分与预测关键点包围框和真实关键点包围框之间的IOU值同时考虑，这样可以更好的表征关键点的对齐程度[21] ：
                            (12)
其中，与用来控制和各自对于对齐度量的影响。值将引导网络从关键点对齐的角度动态关注高质量的锚点。通过获得前个值来筛选最佳的预测关键点，一般情况，取。
2.3.3 二元交叉熵损失函数
二元交叉熵损失衡量了模型预测的类别与真实标签之间的差异，用于衡量模型预测的准确程度。因此本文中使用二元交叉熵损失来度量预测关键点与真实关键点之间的差异，该损失函数为：
         (13)
其中，为关键点个数，为真实关键点类别标签，为预测关键点类别得分，为sigmoid函数。
2.4 回归残差拟合模块
在回归方法中，由于更接近真实分布的密度函数会带来更好的回归性能[13] ，因此本文尝试使用一种带有残差对数似然估计的回归残差拟合模块RrFM来捕获潜在的输出分布。RrFM通过流生成模型学习分布变化并结合重新参数化设计来优化回归的效果。
2.4.1 标准回归范式
[bookmark: OLE_LINK40]标准回归范式是将L1或L2损失应用于不同的任务的回归输出。在基于回归的姿态估计任务中，通常表示预测关键点的坐标(X,Y)。在给定输入图像I，回归模型将预测真实标注出现在位置x的概率分布，其中为回归模型的参数。为输入图像中的真实标注，从最大似然估计(MLE)的角度分析，模型的学习目标是不断优化参数，使得最大，因此该过程的损失函数可以定义为：
                          (14)
若假设概率分布为高斯分布，通过回归模型预测的和构造概率密度函数：，使真实标签出现在预测位置上的可能性最大化，因此损失函数为：
                  (15)
当假定该分布的方差为常量时，该损失函数为L2损失：。若假设的概率分布为拉普拉斯分布，且方差为常量，则损失函数退化为L1损失。由此可知，损失函数与概率分布的形状相关，但仅通过上述的损失函数并不能得到准确的概率分布，因此提高概率密度函数的准确性，能够帮助模型更好的回归。下一节将介绍通过流生成模型估计潜在的分布来提高回归效果。
2.4.2 基于流生成模型的回归方法
[bookmark: OLE_LINK45][bookmark: OLE_LINK31]流生成模型通过构造一个可逆映射，转换简单分布来构造复杂分布。首先通过回归模型预测的和构造初始概率密度函数，假定该分布为高斯分布，其中为随机变量，则。通过流生成模型构造一个平滑且可逆映射的，将转换为，即，其中是流生成模型中的可学习参数。通过该映射函数，变量将服从，该分布取决于回归参数与流生成模型，可描述为：
                 (16)
[bookmark: OLE_LINK38][bookmark: OLE_LINK41][bookmark: OLE_LINK39][bookmark: OLE_LINK44][bookmark: OLE_LINK43][bookmark: OLE_LINK35]其中，是的逆函数，即，在训练过程中不断学习，理论上便可拟合任意分布，但均值与方差会根据输入的而变化，因此利用流生成模型将零均值的初始分布映射到零均值的变形分布，其中，而且与是通过回归模型来预测，用于控制分布的位置与尺度，由此可知流生成模型对于变形分布的学习会受到与的共同影响。且在训练初期，流生成模型估计的分布可能并不理想，这将影响到目标分布。因此需要设计新的回归范式，通过流生成模型学习残差分布变化，假设最优分布为，则
        (17)
其中，，为残差似然项，为确保残差项保持分布形式，设置常量s。在此本文假定能够大致拟合最优误差分布，但并不完美，而残差项的目的便作为对此的补充。而不断向着拟合，因此：
                 (18)
其中，是通过流生成模型学习得到的分布，的值可以用黎曼和近似，即。此时不再学习成为整体的误差分布，而是尝试拟合为残差分布，因此最终的总的损失函数：

                          (19)
                           
综上所述，RrFM从最大似然估计的角度并结合流生成模型提出了一种新颖且有效的回归范式，通过拟合残差分布来获得更精准的关键点估计。

3 实验
3.1 数据集与实验环境
本文是在卡耐基梅隆大学(CMU)的全景手数据集来评估所提出的模型[22] 。该数据集由总共14,817个样本组成，这些样本对应于从全景工作室捕获的图像中的个人的右手。通过随机抽样将该数据集分为8:1:1，分别对应训练集、验证集、测试集。为了重复验证本文的模型，本文又选择在FreiHAND[3] 数据集上评估本文的手部姿态估计模型，该数据集包含4*32560个训练集样本和3960个测试样本，每个样本的尺寸为224*224，并带有手部包围框以及21个关键点的标注，该数据集包括具有各种照明条件、不同背景。
实验硬件采Intel酷睿i9-14900K处理器，配置两块NVIDIA系列的4090 GPU显卡、DDR5_64G内存以及2T固态硬盘。实验软件方面，操作系统为Ubantu18.04，安装Anaconda 和PyTorch深度学习框架，编辑语言为Python。本文初始学习率设置为0.001、动量为0.937，batch size大小为64(每张卡分配32个样本)，总迭代次数为300，并使用Adam optimizer进行优化。使用均值=0且方差=0.01的正常初始化器来初始化所提出的架构的权重。数据集与实验环境中的关键信息如表1所示。
表1  数据集以及实验环境
Table 1  Dataset and experimental environment
	数据集
	实验硬件
	实验软件
	模型参数

	CMU
	处理器
	Inteli9-14900K
	操作系统
	Ubantu18.04
	初始学习率
	0.001

	FreiHAND
	GPU
	NVIDIA 40902
	深度学习框架
	PyTorch
	动量
	0.937

	
	内存
	64G
	
	
	批大小
	64

	
	硬盘
	2T
	
	
	总迭代数
	300


3.2 评估指标
通过正确关键点概率(PCK)来评估姿态估计模型的性能。本文使用正确关键点概率(PCK)来进行手姿态估计的评估。PCK的值表示预测关键点与真实关键点之间的欧氏距离位于内的概率。则个样本上第个手关键点的PCK值表示为
                         (20)
其中，表示第个预测关键点与真实值间的欧氏距离，表示第个关键点是否可见，是指标函数，和为包围框的长和宽，是误差阈值。

4 结果与讨论
	首先，本文比较了CSPDarkNet-VT与主流特征提取器（如ResNet和EfficientNet），结果显示CSPDarkNet-VT在参数量和计算效率上具有明显优势，同时在FreiHAND和CMU数据集上展现了出色的小目标特征提取能力，为后续模型构建提供了支持。接下来，本文评估了聚焦线性注意力机制的有效性，实验表明其在降低计算成本的同时，能保持与传统Softmax注意力相近的精度，尤其在小目标检测任务中表现更佳，这进一步证明了其在手部姿态估计中的优越性。随后，本文进行了对比实验，FAR-HandNet在与多种姿态估计方法的比较中表现出色，显示出基于回归的方法在手部姿态估计中能够达到甚至超越热图方法的性能。最后，通过消融实验，本文分析了FAR-HandNet各模块的贡献，发现关键点对齐策略显著提升了模型的整体精度，同时各模块之间的协同作用也增强了模型的性能。
综上所述，FAR-HandNet通过多个实验的验证，展示了其在手部姿态估计中的强大能力，为后续研究提供了重要的理论依据和实践参考。
4.1 特征提取器
在2D手部姿态估计的研究中，特征提取器的性能对模型的整体表现起着关键作用。为了全面评估CSPDarkNet-VT的性能，将其与当前流行的ResNet和EfficientNet等特征提取器，在CMU和FreiHAND这两个具有代表性的数据集上进行了详细的比较分析。
在参数量方面，CSPDarkNet-VT展现出了显著的优势。如表2所示，CSPDarkNet-VT的参数量仅为3.04M，而ResNet34的参数量高达23.79M，EfficientNetB1和EfficientNetB2的参数量分别为8.42M和9.55M。较低的参数量意味着模型对于存储和计算资源的需求降低，这对于在资源受限的设备上部署模型具有重要意义。在移动设备或嵌入式系统中，有限的内存和计算能力限制了大型模型的应用，而CSPDarkNet-VT的低参数量特性使其能够更好地适应这些环境。
计算效率是衡量特征提取器性能的另一个重要指标。从浮点运算数（FLOPs）来看，CSPDarkNet-VT同样表现出色，其浮点运算数为8.7G，远低于其余模型。这表明CSPDarkNet-VT在处理图像时，所需的计算量更少，能够更快地完成特征提取任务。在实时应用场景中，如实时人机交互，快速的计算速度是保证系统实时性的关键。
在关键点检测准确率方面，通过正确关键点概率（PCK）指标进行评估。在CMU数据集上，当阈值为=0.1时，CSPDarkNet-VT的PCK值达到了92.18%，在FreiHAND数据集上也达到了92.15%。CSPDarkNet-VT在两个数据集上的PCK值均明显高于其他对比模型。在验证聚焦线性注意力机制有效性的实验中，在两个数据集上对传统Softmax注意力和聚焦线性注意力的表现进行了对比，结果如表2和表3所示。从参数量以及浮点运算来看，聚焦线性注意力机制有效减少了计算量，提高了计算效率。在精度方面，CSPDarkNet-VT仍保持了与加入了Softmax注意力相近的精度。在小目标检测任务中，聚焦线性注意力机制的表现更为出色。这充分证明了CSPDarkNet-VT在小目标特征提取方面的强大能力。手部在图像中通常属于小目标范畴，准确提取手部的特征对于姿态估计至关重要。CSPDarkNet-VT能够更有效地捕捉手部的细节特征，从而提高了关键点检测的准确率，为后续的姿态估计提供了更可靠的基础。
综上所述，通过在CMU和FreiHAND数据集上的对比实验，CSPDarkNet-VT在参数量、计算效率和PCK指标上均表现出明显的优势。这使得CSPDarkNet-VT成为一种更适合2D手部姿态估计任务的特征提取器，为提高姿态估计模型的性能提供了有力支持。
表2  =0.1的PCK以及平均PCK，多个SOTA模型作为特征提取器在CMU数据集上的性能
Table 2  Performance of multiple SOTA models as feature extractors with Sigma equal to 0.1 PCK and average PCK on the CMU dataset
	模型
	参数量(M)
	浮点运算(G)
	=0.1

	ResNet34
	23.79
	61.3
	86.34

	EfficientNetB1
	8.42
	10.1
	87.09

	EfficientNetB2
	9.55
	11.5
	90.25

	CSPDarkNet
	3.39
	9.7
	88.33

	CSPDarkNet+Soft-Attention
	3.26
	9.4
	92.16

	CSPDarkNet-VT(Our)
	3.04
	8.7
	92.18


表3  =0.1的PCK以及平均PCK，多个SOTA模型作为特征提取器在FreiHAND数据集上的性能
Table 3  Performance of multiple SOTA models as feature extractors with Sigma equal to 0.1 PCK and average PCK on the FreiHAND dataset
	模型
	参数量(M)
	浮点运算(G)
	=0.1

	ResNet34
	23.79
	61.3
	85.97

	EfficientNetB1
	8.42
	10.1
	86.83

	EfficientNetB2
	9.55
	11.5
	90.13

	CSPDarkNet
	3.39
	9.7
	88.09

	CSPDarkNet+Soft-Attention
	3.26
	9.4
	92.19

	CSPDarkNet-VT(Our)
	3.04
	8.7
	92.15


4.2 对比试验
	为验证本文的FAR-HandNet模型，本文在CMU的全景手数据集上以及FreiHAND数据集上对不同阈值与其他几种姿态估计方法进行比较，结果如表4和表5所示。FAR-HandNet在两个数据集上的检测示例如图4所示。
[image: ]
图4  FAR-HandNet在CMU、FreiHAND数据集上的姿态估计示例
Fig. 4  Example of pose estimation using FAR-HandNet on CMU and FreiRAND datasets
	在CMU数据集中，当阈值值为0.04时，FAR-HandNet的PCK值达到了66.33%，显著高于其他对比方法。CPM的PCK值为55.25%，NSRM-LDM-G1为59.20%，NSRM-LPM-G1为59.81%，RetinaHand为60.12%，CH-HandNet为61.13%。这表明FAR-HandNet在低阈值下，能够更准确地检测出手部关键点，对关键点位置的预测更为精准。当值为0.12时，FAR-HandNet的PCK值达到93.79%，同样远超其他方法。CPM为88.80%，NSRM-LDM-G1为89.81%，NSRM-LPM-G1为90.26%，RetinaHand为90.74%，CH-HandNet为91.35%。在不同阈值下，FAR-HandNet的平均PCK也表现出色，达到了84.66%，超过了其他所有对比方法，这充分证明了FAR-HandNet在不同阈值条件下，都能保持较高的检测准确率，具有较强的适应性和稳定性。在FreiHAND数据集中，当值为0.04时，FAR-HandNet的PCK值同样高于其余模型。当值为0.12时，FAR-HandNet的PCK值领先于其他方法，证明了其在不同数据集下的优秀性能。
	通过对不同阈值下PCK和平均PCK的对比分析，可以看出FAR-HandNet在手部姿态估计任务中，能够在不同的精度要求下，都保持较高的检测准确率。值得注意的是，在推理时间方面，FAR-HandNet对单幅图像的推理时间仅需32ms，这一成绩相较于其他对比方法有了极大的提升，这将为人机交互场景提供实时性更高的解决方案。
表4  FAR-HANDNET性能与SOTA模型在CMU数据集比较(以%表示)，“ave”是PCK@0.04-0.12的平均值
Table 4  Comparison of FAR-HANDNET Performance with SOTA Models on the CMU dataset (in%),“ave” means the average PCK@0.04-0.12
	Method
	Time(ms)
	=0.04
	=0.08
	=0.10
	=0.12
	ave

	CPM[7] 
	131
	55.25
	81.45
	86.73
	88.80
	78.06

	[bookmark: OLE_LINK2]NSRM-LDM-G1[23] 
	81
	59.20
	83.54
	87.46
	89.81
	80.00

	NSRM-LPM-G1[23] 
	83
	59.81
	84.16
	87.96
	90.26
	80.55

	RetinaHand[24] 
	56
	60.12
	83.63
	88.11
	90.74
	80.65

	CH-HandNet[25] 
	53
	61.13
	85.28
	88.32
	91.35
	81.52

	Ours
	32
	66.33
	86.34
	92.18
	93.79
	84.66


表5  FAR-HANDNET性能与SOTA模型在FreiHAND数据集比较(以%表示)
Table 5  Comparison of FAR-HANDNET Performance with SOTA Models on the FreiHAND dataset (in%)
	Method
	Time(ms)
	=0.04
	=0.08
	=0.10
	=0.12
	ave

	CPM[7] 
	131
	54.86
	81.15
	86.48
	88.56
	77.76

	NSRM-LDM-G1[23] 
	81
	58.97
	83.32
	87.18
	89.79
	79.82

	NSRM-LPM-G1[23] 
	83
	59.63
	84.03
	87.69
	90.15
	80.38

	RetinaHand[24] 
	56
	59.92
	83.49
	87.97
	90.54
	80.48

	CH-HandNet[25] 
	53
	61.05
	85.14
	88.27
	91.26
	81.43

	Ours
	32
	66.28
	86.29
	92.15
	93.74
	84.62



4.3 消融实验
本文在CMU的全景手数据集上进行消融实验，进一步检查本文的模型每个模块的性能，如表5所示。在消融实验中，FAR-HandNet的各模块均表现出色，表明其各模块在提高整体性能方面均发挥了重要作用。相比于原始模型YoloV8，仅加入RrFM模块时，模型的平均PCK提升了6.05%。RrFM模块通过创新的回归范式，使得模型在处理手部姿态估计任务时，能够更好地适应手部关键点的复杂分布，减少因传统回归方法的局限性而导致的误差，从而提升了模型在关键点检测上的准确性。当仅改进特征提取器为CSPDarkNet-VT时，平均PCK提高了5.35%。CSPDarkNet-VT在参数量和计算效率上具有明显优势，其独特的结构设计使其能够更有效地提取小目标特征，更精准地捕捉手部的细节，为后续的姿态估计提供更丰富、更准确的特征信息，进而提升了模型的整体性能。仅加入KPA模块时，平均PCK提升了6.04%。KPA模块通过对关键点空间关系和类别信息的综合考量，能够更准确地定位关键点，提高模型在处理手部自相似问题时的能力，从而显著提升了模型的精度。将KPA与CSPDarkNet-VT结合时，平均PCK提升了6.08%。这进一步证明了关键点对齐策略对于密集的小目标区域更为敏感，同时也表明了不同模块之间的协同作用能够产生更显著的效果。CSPDarkNet-VT提取的优质特征为KPA模块的关键点对齐操作提供了更好的基础，而KPA模块则充分利用这些特征，进一步优化了关键点的定位，两者的结合使得模型在处理复杂小目标区域时的性能得到了大幅提升。FAR-HandNet模型整合了这些模块的优势，平均PCK达到84.66%，相较于原始模型有显著提升，充分展示了各个模块组合使用时的增益效果。
通过这些数据对比，可以清晰地看出RrFM、CSPDarkNet-VT、KPA等模块在FAR-HandNet模型中都发挥着重要作用，它们各自从不同角度提升了模型的性能，为实现高精度的2D手部姿态估计模型提供了有力支持。
表5  FAR-HandNet的各模块性能分析
Table 5  Performance analysis of each module in FAR-HandNet
	方法
	Time(ms)
	=0.04
	=0.08
	=0.10
	=0.12
	ave

	Yolov8-pose
	64
	58.59
	79.37
	85.77
	86.31
	77.51

	RrFM
	68
	65.11
	85.39
	91.29
	92.46
	83.56

	CSPDarkNet-VT
	52
	64.53
	84.54
	90.38
	91.99
	82.86

	KPA
	40
	65.06
	85.41
	91.25
	92.44
	83.55

	KPA+CSPDarkNet-VT
	28
	65.12
	85.39
	91.28
	92.48
	83.59

	FAR-HandNet
	32
	66.33
	86.34
	92.18
	93.79
	84.66


综上所述，CSPDarkNet-VT作为特征提取器在不同数据集上的表现优于其他模型，而FAR-HandNet在对比试验和消融实验中均显示出其优异的性能和模块的重要性。这表明FAR-HandNet在两个数据集上的表现最优，能够实现最佳的手部关键点检测效果。

5  结 论
本文提出FAR-HandNet模型。FAR-HandNet引入了聚焦线性注意力机制，并采用多尺度特征融合策略来扩大感受野，从而捕捉不同尺度的特征信息，增强小目标区域(如手)内的特征捕捉能力，更加注重手部细节。此外，通过关键点对齐操作，将关键点之间的空间关系以及类别信息相结合，极大程度降低手部自相似性对于关键点定位准确性的影响，并且加快了模型的训练。FAR-HandNet还结合了一种新颖的回归范式RrFM，通过流生成模型拟合残差分布，基于此获得每个关键点在图像中的概率分布，以回归的方式达到热图的效果，进一步提高了手部姿态估计的精度。这些创新技术的应用，使得FAR-HandNet显著提升了手部姿态估计的精度并降低手自相似的影响，为手势识别和人机交互等应用提供了有力支持。
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