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摘　要　多实例学习 (multiple-instance learning，MIL)是一种弱监督学习方法，近年来广泛应用于医学

图像分析领域。本文综述了 MIL 在全切片图像中的应用进展，详细分析了其在肿瘤检测、亚型分级和

生存预测中的作用。MIL 在弱监督学习中具有独特优势，可通过引入新机制进行优化和拓展，以适应

更多的应用场景。本文首先综述了部分应用广泛或独具优势的 MIL 模型，并详细介绍了它们的技术特

点和具体应用场景；其次，介绍了 MIL 在多模态医学图像分析中的应用进展和技术进步；最后，总结

了 MIL 目前的研究进展，并展望了其未来发展。
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Abstract　Multiple-instance  learning  (MIL),  as  a  weakly  supervised  learning  method,  has  been  widely

applied  in  the  field  of  medical  image  analysis  in  recent  years.  The  paper  reviews  the  progress  of  MIL

applications  in  whole  slide  images,  with  a  detailed  analysis  of  its  roles  in  tumor  detection,  subtype
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classification, and survival prediction. MIL holds unique advantages in weakly supervised learning , which can

be  optimized  and  extended  through  the  introduction  of  new  mechanisms  to  adapt  to  a  broader  range  of

application  scenarios.  The  paper  first  reviews  some  widely  used  or  uniquely  advantageous  MIL  models,

elaborating on their technical features and specific application contexts. Secondly, it introduces the application

and  technology  advancements  of  MIL  in  multimodal  medical  image  analysis.  Finally,  the  current  research

progress of MIL is summarized, and its future development prospects are explored.

Keywords　image analysis; multiple-instance learning; medical images; machine learning; deep learning

Funding　This work is supported by Peking University Health Science Center Medical Education Research

Funding  Project  (2022YB17),  Beijing  Natural  Science  Foundation  (4242004),  Open  Research  Fund  of  the

National Center for Protein Sciences at Peking University in Beijing (KF-202402), National Natural Science

Foundation of China (32271053), and Beijing Natural Science Foundation - Haidian Original Innovation Joint

Fund (L222016)

  
1    引　言

1997 年，Dietterich 等 [1]
提出了多实例学习

(multi-instance learning，MIL)。其最早用于解决

药物活性预测中的问题，核心思想如下：数据由

“包 (bag)”组成，每个包包含多个实例 (instances)，
但只有包有标签，实例标签信息不明确。这种学

习框架适用于无法明确标注单个实例的任务，因

此非常适合处理复杂数据集。目前，MIL 已经得

到更广泛的应用，并在医学图像分析领域取得一

定研究进展。本文旨在综述 MIL在医学图像分

析领域，尤其是医学图像分类领域的应用进展，

总结 MIL的具体应用领域，并提供应用参考，

展望其未来研究方向。

在早期发展历程中，Dietterich 等[1]
提出的轴

平行矩形方法是 MIL 的首个应用，它能利用几

何方法划分特征空间中的正负类实例。随后，基

于支持向量机的 MI-SVM 模型和基于集成学习的

boosting 算法被引入 MIL 中[2]
。这些算法通过优

化实例和包的分类边界提高 MIL 在不同领域的

应用效果。

随着深度学习的兴起，MIL 逐渐与深度卷积

神经网络结合，形成深度 MIL 模型。该模型能

通过深度卷积神经网络提取实例的高维特征，然

后使用池化或注意力机制将这些特征进行聚合，

生成包的特征表示。目前，深度学习与 MIL 结
合的应用已十分广泛。例如，深度 MIL(deep
MIL)应用于全切片图像 (whole  slide  images，
WSI)不仅能分类图像，还能学习包内实例 (如图

像中的局部区域或像素)的特征
[3]
。

近年来，关键技术的突破促使 MIL 技术在

医学图像分类中显示出更强大的应用潜力，尤其

是处理WSI、弱监督学习和多模态数据融合等方

面的应用，进展显著。 

2    多实例学习在全切片图像分析领域的

研究进展

MIL 是一种弱监督学习方法，尤其适用于

WSI 分析任务。WSI 的分辨率极高，每幅图像由

大量像素构成，因此无法精确标注每个像素或小

块。而 MIL 将这些高像素图像视为一个“包”，
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对于其中包含的多个“实例”，模型仅须标记整

个袋子，无须逐个标记每个实例。换句话说，只

要袋子中至少包含一个阳性实例，那么整个袋子

就会被标记为阳性。这使得MIL 尤其适用于 WSI
中的肿瘤检测和分类等任务。

随着计算病理学的发展，MIL 在 WSI 分类

中的应用被广泛关注和研究
[4]
。许多先进的 MIL

框架已经在 WSI 任务中展现出出色的性能。例

如：基于注意力的 MIL(attention-based  MIL，
Attention-MIL)通过引入注意力机制，自动聚焦

图像中最具诊断价值的区域，如肿瘤核心或淋巴

结转移等，以提高病变区域的识别精度；在乳腺

癌或肺癌的 WSI分析中，Attention-MIL 能精准

识别微小病变，即使标注稀缺或图像复杂，也能

有效聚焦关键区域；Attention-MIL生成的热力图

可以直观展示关注区域，帮助医生了解病情，以

取得较好的诊断效果。

检索增强 MIL(retrieval-augmented MIL) 也在

WSI 领域表现出色。在医学图像分析中，尤其是

癌症诊断，标注数据通常非常有限，检索增强

MIL能从大规模图像库中检索与当前病例相似的

病理切片图像，帮助检索增强 MIL学习更多潜

在的病变特征。检索增强 MIL通过检索到的相

似图像提供的额外信息，提高识别微小或早期病

变的能力，可增强检索增强MIL的鲁棒性
[5]
。

MIL 主要用于肿瘤检测及分类、癌症亚型分

级和生存预测。在肿瘤的检测和分类方面，MIL
在没有像素级标注的情况下，通过弱监督学习的

方式，可以有效检测 WSI 中的癌变区域。关于

癌症亚型分级，MIL 模型能结合图像特征和分子

信息，帮助医生进行更细粒度的分类，进行癌症

亚型和组织分级。就生存预测而言，MIL 主要通

过结合多模态数据 (如影像、基因表达数据等)，
达到预测患者的生存率和治疗效果的目的

[6]
。

MIL 在 WSI 中的应用不仅提升了肿瘤检测

的精度，还拓展了其在癌症分类、亚型分级和生

存预测等方面的应用前景
[6]
。未来，随着对注意

力机制、对比学习和多模态数据处理的进一步优

化，MIL 在 WSI 肿瘤检测中的应用将更广泛和

深入。 

3    多实例学习在弱监督学习中的技术进

步与拓展

MIL 在弱监督学习中的应用日益受到关注，

尤其是在医学图像分析领域。弱监督学习通过使

用不完全或不精确的标签，减少对大量精确标注

数据的依赖，尤其适用于弱监督学习和其他复杂

数据的分析。除了在弱监督学习中的独特优势

外，MIL 发展出的诸多新方法也在不断寻求新的

技术突破，并引入其他相关技术，达到拓宽其应

用场景的目的。 

3.1    多实例学习在弱监督学习中的优势

弱监督学习利用有限或粗粒度标签 (如包级

别标签)进行学习，无须实例级别的精确标注。

MIL 提供了一种自然的框架，以处理这一挑战，

因为 MIL 的基本假设是通过包标签进行实例分

类。每个包包含多个实例，包的标签仅提供包内

某些实例的信息，而非具体的实例标签
[7]
。这极

大地降低了标注成本，同时，利用 MIL 模型能

自动定位和检测病灶。 

3.2    关键技术进展 

3.2.1  注意力机制

注意力机制是弱监督 MIL 模型中的一种关

键技术，允许模型自动关注包内关键实例，并根

据这些实例的权重进行分类，因此 MIL 能在不

依赖实例标签的情况下，自动定位对分类任务至

关重要的区域或实例。注意力机制广泛应用于肿

瘤检测任务中，通过对图像中重要区域的自动识

别，提高模型的分类精度。研究表明，基于注意

力的弱监督 MIL 在 WSI 分类中表现出色，尤其

是在病灶的定位上
[8]
。 
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3.2.2  自监督学习与对比学习

近年来，自监督学习和对比学习也逐渐被引

入 MIL 的弱监督框架中。与传统的监督学习不

同，自监督学习无须人工标注数据，而是通过设

计一些简单的任务帮助模型学习数据的结构。例

如，模型可以通过学习如何预测图像中的遮挡部

分或判断图像的旋转角度学习有分辨价值的特

征。因此模型能通过上述任务自动提取数据中的

关键信息，进而提升对其他任务 (如分类、检测

等)的表现。

通过自监督学习，MIL模型可以从未标注的

数据中学习有用的特征表示，对比学习则通过最

大化正负实例的差异提升模型的分类性能。一些

研究提出将对比学习与 MIL 结合，通过结合自

监督对比学习，MIL 模型能在学习后更鲁棒。对

比学习尤其适用于肿瘤分类等任务，可以在没有

实例级标签的情况下提升分类效果
[9]
。此外，半

监督学习、部分或不完全标签学习等方法也逐渐

被引入 MIL的具体应用中，这为 MIL提供了新

的处理方法和应用场景
[10]
。 

3.2.3  少样本学习与迁移学习

在医学图像分类中，弱监督学习还结合了迁

移学习和少样本学习技术。通过将预训练的模型

迁移到医学图像分类任务上，可以在有限的标注

数据下快速训练出高性能模型。例如，利用预训

练的 ResNet 模型进行乳腺癌 X 射线图像的检测

和分级，可减少对大规模标注数据的需求
[11]
。 

3.3    模型优化与拓展

MIL  在弱监督学习中的应用主要集中于

WSI分析。由于 WSI 的规模大且难以逐像素标

注，因此 MIL 在  WSI 分类任务中显示出独特

优势。通过包级别的标签，MIL 模型能自动检

测和分类切片中的关键区域，尤其适用于肿瘤

检测。

在弱监督学习的应用过程中，科研工作者通

过改进模型使 MIL 的应用范围更广。为适应

WSI 对医学图像分类的不同需求，MIL 在研究中

逐渐发展，形成了不同的技术改进形式和满足相

应需求的适应性策略。目前已有一定数量的改进

后的 MIL 方法，其命名主要在 MIL 之前添加前

缀，如表 1 所示。这些方法的共同点是它们都致

力于解决 WSI 分类中的高分辨率、数据异质性

和弱标注等挑战性问题，通过不同技术手段提高

模型的准确性。

例如，基于注意力的 MIL 通过弱监督的方

式，仅依赖图像级标签，无须实例级标注。通过

注意力机制，MIL 模型能自动识别最相关的实

例 (图像块)，并基于这些实例进行分类。基于注

意力的 MIL 适用于没有充分标注的 WSI 分类任

务
[3, 12-13]

。而双流 MIL 结合了自监督学习，能在

弱监督环境下有效训练模型。通过使用对比学习

技术，双流 MIL 能自动提取有用的特征，增强

实例级和包级分类能力，在 WSI 癌症检测中表

现突出
[14]
。基于对比学习框架的 MIL 允许模型

在没有标注数据的情况下进行预训练，提高了其

在 WSI 中的分类性能。基于对比学习框架的

MIL 先对未标注的图像块进行特征提取，后进行

弱监督分类
[15-16]

。端到端 MIL 是典型的扩展实

例，通过引入解释性模块和不确定性估计，提高

WSI 分类中模型的透明性和可靠性
[17]
。掩码难实

例挖掘 MIL 通过掩蔽易分类实例，专注于困难

实例的学习，增强了模型的准确性
[18]
。上述 MIL

模型通常利用准确率和受试者工作特征曲线下面

积 (area  under  curve，AUC)评估分类性能。此

外，更多优化拓展模型在科研人员的努力中不断

问世，拓展了 MIL 的应用场景。

综上所述，MIL 及其优化拓展模型为弱监督

学习提供了强大工具，特别是在处理 WSI 等高

维数据时，能通过包级别的标签实现精准分类。

随着机制模型的引入，MIL 得到有效优化和拓

展，在弱监督学习中的应用前景将更广阔，尤其

是在医学图像分析和多模态数据处理等领域。 
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4    多实例学习应用于多模态医学图像分

析的研究进展

MIL在多模态医学图像分析中得到广泛应

用，在融合不同成像模态以提高诊断精度和临床

决策支持方面表现尤其出色。 

4.1    多模态医学图像融合的优势

目 前 ，MIL  已 经 在 计 算 机 断 层 扫 描

(computed  tomography， CT)、 核 磁 共 振 成 像

(magnetic  resonance  imaging，MRI)和  B  型超声

(brightness-mode ultrasound)等医学影像检查的图

像分类上取得了一定进展，主要通过其特征性的

数据处理方式解决医学图像标注不完全的问题。

例如，在 CT 和 MRI 的医学图像分类领域，MIL
被广泛应用于肿瘤检测

[24]
，而针对 MRI 的软组

织高分辨率特性，MIL 在阿尔茨海默病的诊断上

也取得了一定技术进展
[25]
；在超声方面，MIL 已

被用于先天缺陷诊断和病灶识别领域，并展现出

显著优势
[26]
。近年来，科研人员已在这些传统模

态中进行了大量 MIL 模型改进工作
[27]
，MIL 在

这些领域的应用也逐渐落实到具体临床问题上。

但 MIL 对医学图像的分析大多局限于单一模

态，这可能导致患者的医学影像信息缺乏全面分

析，继而影响模型诊断的准确性。

相比之下，多模态医学图像结合了不同类型

的医学影像数据，为医生提供了更全面的患者医

学影像信息。每一种医学影像都具有独特的特征

和优势：在骨骼和硬组织的显影上，CT 不可替

代；MRI 能实现对软组织高分辨率的显影；正电

子发射断层扫描可以利用放射性示踪剂检测体内

 

表 1　多实例学习的优化拓展模型举例

Table 1　Examples of optimization and expansion model for multi-instance learning
 

模型名称 基本原理 应用领域 模型评估

基于注意力的
MIL[3, 12-13]

常见的 MIL 方法之一，通过为每个实例分
配注意力权重，自动聚焦最有可能含有病
灶的区域

WSI；弱监督学习 使用肺癌 WSI 数据集评估，AUC 为 0.714 3[3]

检索增强 MIL[5] 通过引入最优传输距离解决跨域泛化问
题，提升模型在不同医院数据集上的表现

多模态数据融合；
弱监督学习

使用乳腺癌 (Camelyon16) WSI 数据集评估，AUC 为 0.945 1，
准确率为 0.920 0

双流 MIL[14]
结合自监督对比学习和实例级、包级分类
器，用于聚合不同尺度的实例特征，提升
分类精度

多模态数据融合；
弱监督学习

使用癌症基因组图谱 (the  cancer  genome  atlas，TCGA)中的
肺癌 WSI 数据集和 Camelyon16 中的乳腺癌 WSI 数据集评估，
对应的 AUC分别为  0.963 3 和  0.894 4 ，对应的准确率分别
为 0.919 0 和 0.868 2

基于对比学习框架
的 MIL[15-16]

利用对比学习框架进行预训练，以增强
MIL 模型的特征提取能力，特别是用于无
标签或弱标签数据集的任务

弱监督学习

在 5种医学图像领域 (临床皮肤病学摄影、眼底成像、数字病
理学、胸部 X 射线和乳腺 X 射线)的未标注数据集、领域内
数据集和领域外数据集构建，与强监督基线相比，AUC 均
提高

[15]

端到端 MIL[17]
主要由 3 个模块组成：细节感知注意力蒸
馏、结构感知注意力精炼和不确定性感知
实例分类器

WSI；弱监督学习
用两个肾癌 (TEAH  &  TCGA)和肺癌 (TCGA)WSI数据集评
估，对应的 AUC 分别为 0.952 0、0.988 0 和 0.929 0，对应
的准确率分别为 0.852 0、0.927 0 和 0.859 0

掩码难实例挖掘
MIL[18]

该方法通过屏蔽易分类的实例，强制模型
专注于难分类区域，提升了模型的泛化能力

WSI；弱监督学习
使用 TCGA 中的肺癌 WSI 数据集和 Camelyon16 中的乳腺
癌WSI数据集评估，对应的 AUC 分别为 0.955 3 和 0.964 9，
对应的准确率分别为 0.900 2 和 0.924 8

可训练原型增强
MIL[19-20]

通过结合原型学习，将所有实例划分为原
型，提升分类器对实例的区分能力，并增
强模型的解释性

WSI；弱监督学习
使用肺癌 (TCGA)和脑癌 (TCGA)WSI数据集评估，对应的
AUC 分别为 0.979 9 和 0.941 7，对应的准确率分别为 0.942 7
和 0.831 6[20]

基于图神经网络
的 MIL[21-22]

引入图神经网络，将 WSI 中的实例构建为
图节点，增强了不同实例之间的关联表示
能力

多模态数据融合
使用非小细胞癌 (TCGA)和肾细胞癌 (TCGA)WSI数据集评
估，对应的 AUC 分别为 0.952 0 和 0.992 0，对应的准确率
分别为 0.902 0 和 0.954 0[22]

跨尺度蒸馏 MIL[23] 该方法结合了不同尺度的特征，通过蒸馏
学习技术提升分类精度

WSI；弱监督学习
使用乳腺癌 (Camelyon16) WSI 数据集评估，AUC 为 0.973 0，
准确率为 0.945 0
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的代谢活动。此外，还有更多适用于专科的医学

影像数据。而多模态 MIL 能将不同模态的数据

作为实例进行处理，可以有效提取每个模态的独

特特征，同时实现特征融合，以提高诊断准确

性。例如，在自闭症预测任务中，研究者利用多

模态图生成图卷积网络，通过不同模态的图融合

(如脑功能连接图和表型数据)进行预测
[28]
。在癌

症生存预测任务中，研究者利用 MIL 结合病理图

像和基因组学数据，生成更全面的肿瘤特征
[29]
。 

4.2    多实例学习应用于多模态医学图像分析的技

术支持

近年来，深度学习模型在多模态医学图像分

析中的应用越来越多。基于对抗生成网络的方法

用于 MRI 和 CT 图像的相互转化
[30]
，解决了多模

态数据分布不匹配的问题
[31]
。通过这种技术，

MIL 能在无配对数据的情况下学习不同模态图

像之间的转换关系，从而提高多模态图像的融合

效果。

为保护患者隐私，联邦学习与多模态医学图

像分析结合也是研究热点。已有研究提出了跨模

态垂直联邦学习的框架，通过在不同机构之间共

享学习模型而不是数据，实现了 MRI 重建任务

中的多模态特征提取和融合
[32]
。这种方法有效解

决了跨数据源的域偏移问题，同时确保了数据隐

私。通过这项技术，MIL 在处理多模态数据时不

但能有效提高模型精度和鲁棒性，还能保护数据

隐私，并支持跨机构合作。 

4.3    多实例学习在多模态医学图像分析领域的具

体应用

在多模态医学图像分析中，使用 MIL 的方

法能结合不同类型的医学数据 (如病理图像、基

因组数据等)进行更准确的疾病分类和生存预测。

经典的多模态 MIL是一种结合多个数据模

式的 MIL 框架，通常用于整合不同的医学数据

源 (如病理图像和基因数据)。这种方法可以同时

分析病理图像中的组织形态和基因变异信息，从

而提供更全面的疾病诊断。当其用于癌症生存预

测和肿瘤分类时，尤其是在结合组织学图像和分

子数据 (如基因表达、DNA 突变等)时，能提高

预测准确性
[33]
。最近，多模型 MIL 在心电图的

分类和心血管类疾病的诊断方面也有许多创新应

用
[34-35]

；而其与视觉转换器 (vision Transformer，
ViT)结合的基于视觉转换器的多模态 MIL(vision
Transformer-based multimodal MIL)通过对病理图

像块进行自注意力机制的处理，能更好地理解

WSI 的局部与全局信息。在多模态框架中，ViT
可以结合图像和其他数据 (如基因数据)，从多个

角度进行数据融合。基于视觉转换器的多模态

MIL 主要应用于癌症亚型分类、肿瘤分级和基因

变异预测等
[36-37]

。

图神经网络 (graph neural network，GNN)与
多模态 MIL结合，可用于构建和分析实例间的

关系。GNN 是一类专门处理图结构数据的深度

学习模型。在图结构中，数据通过节点和边表

示，通过消息传递机制 (message passing)，让每

个节点的呈现不仅依赖于自身的特征，还依赖于

其邻居节点的信息。通过多次迭代的传播过程，

节点逐步汇聚来自邻居节点的信息，最终达到反

映节点间复杂关系的目的。GNN 能将不同模态

的数据 (如影像和基因信息)以图的形式表示，并

通过图的传递机制捕捉更丰富的特征。在生存预

测和基因变异分析中，这项技术能结合病理图像

和基因组数据，通过多模态数据图的表示，实现

更精准的分类
[21-22]

。

对比学习结合 MIL，可以整合不同类型医学

图像 (如 CT、MRI 及病理图像)，已在医学图像

分类中应用
[38]
。进行多模态数据处理时，在没有

大量标注数据的情况下，通过对比学习的自监督

学习预训练模型，提取各模态间的相关特征，然

后整合不同类型的医学图像数据与其他模态 (如
基因数据、临床信息)，已应用于生存预测和癌

症分类
[39-40]

。
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这些多模态 MIL 方法通过结合不同类型的

医学数据，进一步提升对复杂疾病的分类、分级

和生存预测的准确性，拓展了医学图像分析的应

用范围。 

5    结　论

首先，本文总结了 MIL 在医学图像分类中

的应用进展，特别是在 WSI 中的应用；其次，

本文对多个优化后的 MIL 模型进行了详细分

析，探讨了它们的技术优势和具体应用场景，如

Attention-MIL、掩码难实例挖掘 MIL 和双流 MIL
等，这些模型利用注意力机制、对比学习和自监

督学习技术，提高了分类的准确性和模型的可解

释性
[28]
；最后，本文总结了 MIL 在多模态医学

图像分析中的应用，展示了它在结合不同数据模

态 (如病理图像和基因组数据)时的巨大潜力。

未来，MIL 的发展方向主要集中在以下几个

方面：首先，进一步优化注意力机制和自监督学

习方法，以应对标注数据稀缺的挑战；其次，多

模态数据融合技术需进一步完善，特别是通过结

合多种医学图像和临床数据，为复杂疾病的诊断

提供更全面的支持；最后，多模态数据融合技术

还面临跨数据源整合等调整，体现在数据异质

性、对齐问题、缺失数据、标注不一致和融合策

略的选择上。不同模态数据的特性不同，导致它

们的处理和融合变得更复杂。如何有效对齐不同

数据源、处理缺失数据和噪声、统一不同的标注

体系、选择合适的融合策略，以及保证模型的计

算效率和准确性，是当前多模态数据融合面临的

主要问题。这些问题需结合先进的算法和技术解

决，尤其是在医学等复杂领域，如何高效且准确

地整合不同类型的数据仍然是一个亟待攻克的

难题。

MIL 需要在保护数据隐私的前提下，实现更

精确的医学图像分类和个性化医疗决策
[31-32]

。这

对提升模型的自适应能力和跨模式的数据融合提

出了新要求。为满足未来发展需求，科研人员已

取得部分技术突破，群体学习 (swarm learning)
结合区块链的分布式安全性和边缘计算的低延迟

特性，形成了一种无中心服务器的架构，适合多

机构数据的安全协作
[41]
。此外，个性化学习方法

(如 pFLFE)以特征增强为基础，能自适应地提升

局部模型的准确性，尤其适用于异构医学数

据
[42]
。MIL 能进一步完善医学图像分类领域的相

关技术，提升多模态数据综合分析能力，并实现

个性化的医学图像分类与医疗决策，为人工智能

的临床应用提供更强的技术支持。
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