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摘  要  基于卷积神经网络的单图像超分网络性能已经远超传统算法，为进一步提升网络表征能力

及网络性能，许多研究在网络架构中使用了注意力机制。该文首先回顾注意力机制在单图像超分中

的研究，并将其划分为基于一阶注意力机制和基于高阶注意力机制两类方法；然后，对比基于注意

力机制的超分网络在网络规模、内存占用、计算量、网络损失类型和注意力机制架构差异，验证了

不同注意力机制模块的性能差异，并使用最新的超分可视化分析工具为实验提供侧面证明；最后，

分析和讨论基于注意力机制的算法研究在处理真实退化图像方面存在的挑战，指出超分技术发展的

关键瓶颈及未来发展方向。
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1 引  言 

  单图像超分辨率(S i n g l e  I m a g e  S u p e r 
Resolution，SISR，以下简称“超分”)，旨在解

决从低分辨率(Low-Resolution，LR)图像重建相

应高分辨率(High-Resolution，HR)图像的问题，

改善图像的细节和纹理，提升视觉质量。目前，

超分技术已广泛应用于各领域，包括遥感、视频

监控、医疗图像，以及图像分割、物体识别等高

层视觉任务的预处理过程。超分技术在工业界和

学术界都备受关注。

  尽管大量研究已经提出了许多高效的方法来

推动超分网络性能不断快速发展，但超分问题始

终是一个长期存在的基础问题，在很多方面有待

推进。由于超分是一个高度病态的问题，存在多

个高分辨率图像与相应的低分辨率图像相对应，

因此超分任务极具挑战性。此外，随着超分放大

倍数的增加，问题的病态程度加剧，需要更多的

先验信息来重建丢失的像素。

  近年来，神经网络和深度学习——计算机

视觉和模式识别研究中应用最为广泛的方法，

利用大规模数据的强大学习能力克服了传统算

法严重依赖手工特征的缺点，在计算机视觉领

域取得了瞩目的成功。随着深度学习相关理论

和技术的发展，研究人员已注意到卷积神经网

络(Convolutional Neural Network，CNN)的潜

力。Dong 等[1]最先在超分领域提出先驱性的

工作——超分卷积神经网络(Super-Resolution 
Convolutional Neural Network，SRCNN)，探索

了设计有效的超分网络的可能性。随后研究人员

将最初应用于高层视觉任务和自然语言处理以增

强深度网络表达能力的注意力机制应用在单图像

超分网络上，使网络拟合能力大大增强，同时

达到了最优的性能，这些先进的网络包括二阶

注意力网络(Second-Order Attention Network，
SAN)[2]、综合注意力网络(Holistic Attention 
N e t w o r k，H A N) [3]、残差通道注意力网络

(Residual Channel Attention Network，RCAN)[4]

和 Swin 图像恢复网络(Image Restoration Using 
Swin Transformer，SwinIR)[5]等。

  为了分析注意力机制在超分问题中的作用，

以及不同注意力机制的有效性和效率，本文对注

意力机制进行全面的分类和研究，总结了注意力

机制的原理和发展过程。本文根据注意力机制的

统计原理将相关网络分为两大类：基于一阶注意

力的超分网络和基于高阶注意力的超分网络。为

了进一步对比不同注意力机制的有效性和效率，

本文设计了不同注意力机制模块的性能对比实

Abstract CNN-based methods have achieved notable performance in the research of single image super 
resolution domain. To further improve the representation ability and performance of networks, most research 
works have adopted the attention mechanism. In this survey, we introduce a taxonomy for the attention 
based super-resolution networks and classify existing methods into two categories: first-order and second-
order attention. We also provide comparisons between the models in terms of network scale, memory 
footprint, type of network losses and important architectural differences for attention implementation. An 
analysis tool from recent network interpretation works is applied to verify the improvements of the evolving 
attention mechanism. Finally, we analyze and discuss challenges in processing real degraded images, and 
point out the problems and potential topics in future research work. 
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验，验证了部分注意力机制模块的相对性能。

  本文的主要贡献有 4 点：(1)对比了不同特

性的注意力机制的网络架构和统计原理；(2)根
据注意力机制的统计原理提出了一种新的分类方

式；(3)设计了不同注意力机制模块的性能对比

实验；(4)总结现有研究的局限性，归纳展望了

多个未来发展方向。

2 国内外的研究现状

  针对图像超分的问题，国内外研究人员提出

的各种算法和模型大致可以分为两类：一类是基

于神经网络的深度学习算法[1-7]，另一类是模型

传统算法[8-9]。由于篇幅所限，本文只介绍基于

深度神经网络的超分算法，使网络专注于具有更

多信息的通道。

  自 SRCNN[1]成功地将深度学习网络应用于

超分任务以来，各种有效和更深层次的超分方法

架构被陆续提出。Tai 等[10]提出的超深度持久记

忆网络(Very Deep Persistent Memory Network，
MemNet)利用长期记忆网络进行多任务图像复

原。Wang 等[11]将稀疏编码领域的知识与深度 
CNN 结合，并训练级联网络逐步恢复图像。为

了缓解梯度爆炸现象，降低模型复杂度，Kim 
等[12]提出深度递归卷积网络(Deeply-Recursive 
Convolutional Network，DRCN)。Lai 等[13]提

出的拉普拉斯金字塔超分辨率网络(Laplacian 
Pyramid Super-Resolution Network，LapSR)采用金

字塔框架，通过 3 个子网络逐步生成×8 图像。

Lim 等[7]通过去除批量归一化层修改了残差网络

(Residual Network，ResNet)[14]，这极大提高了超

分效果。

  目前，注意力机制已成功应用于基于深度

卷积神经网络的图像增强方法，帮助网络忽略

无关信息而专注于重要信息。Zhang 等[4]提出的

残差通道注意力网络(Residual Channel Attention 

Network，RCAN)允许网络专注于更多信息的

通道。Choi 等[15]利用空间注意力机制，构建了 
SelNet 超分网络。Dai 等[2]提出使用二阶统计量的

注意力模块，使用二阶特征统计自适应地细化特

征。在单层信息被充分利用的情况下，Niu 等[3]提

出一个融合层注意力机制和通道空间注意力机制

的整体注意力网络，以研究不同层、通道和位置

的相互作用。Liang 等[5]结合卷积神经网络和基

于自注意力机制的 Transformer，提出更具表达能

力的 SwinIR，利用移位窗口对长程依赖进行建

模，进一步提升了超分效果。

  除了上述基于均方误差(Mean Square Error，
MSE)最小化的方法外，研究人员还提出了感知

约束以实现更佳视觉质量[16]的方法。SRGAN[17]

使用生成对抗网络(Genera t ive  Adversar ia l 
Networks，GAN)，通过引入多任务损失，包括

均方误差损失、感知损失[18]和对抗性损失[19]，

来预测高分辨率输出。Zhang 等[20]根据纹理相似

度从参考图像进一步转移纹理以增强纹理。

3 超分方法中的注意力机制

  注意力机制是一种将可用计算资源偏向分配

于信息量最大的信号的方法，应用于多个领域

的研究，包括序列学习[21]、图像中的定位[22]和

理解以及图像字幕[23]等。在这些应用中，注意

力机制可以作为一个运算模块合并到高级抽象

层，以便在模态之间进行适配。注意力机制最

先由 Bahdanau 等[24]提出并应用于机器翻译。在 
2017 ILSVRC 竞赛中，Hu 等提出冠军模型——

SENet[25]，率先开发通道注意力机制，根据不同

通道的重要程度，挖掘模型不同渠道相互依存关

系。简而言之，注意力机制帮助网络忽略无关信

息而专注于重要信息[26-27]。目前，注意力机制

已成功应用于基于深度卷积神经网络的图像增

强方面。
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  本文根据注意力机制的统计原理将相关网络

分为两大类——基于一阶注意力的超分网络和基

于高阶注意力的超分网络。一阶注意力超分网络

的核心是使用特征的一阶统计量(如平均强度)生

成注意力权重，而高阶注意力超分网络是利用高

阶统计量(如协方差)或自相似性方法生成注意力

权重。为进一步说明对应的注意力机制，本文对

每种注意力机制列举一个具体的方法。

3.1 一阶注意力机制

3.1.1 通道注意力机制

  随着深度学习的发展，Lim 等[7]充分发掘

卷积神经网络在深度和广度两方面的潜力，提

出了增强深度超分网络(Enhanced Deep Super-
Resolution Network，EDSR)和多尺度深度超分网

络(Multi-Scale Deep Super-Resolution Network，
MDSR)。简单地提高网络的深度或广度已经很

难获得较大的性能提升，如何进一步提高超分网

络性能和构建可训练的网络成为当前亟待解决的

问题。为了解决该问题，通道注意力机制被引入

超分方法，其原理是通过对特征图的处理，生成

1×1×C 特征权重，并捕捉每个通道之间的关系

和重要程度，最后将该特征权重与每个对应的通

道相乘，得到最终的加权特征图。

  Zhang 等[4]提出的通道注意力机制的重要

代表网络——残差通道注意力网络(Residual 
Channel Attention Network，RCAN)，在残差通

道注意力模块(Residual Channel Attention Block，
RCAB)中使用了图  1(a)所示的通道注意力机

图 1 注意力机制示意图

Fig. 1 Schematic diagram of the attention mechanisms
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制。RCAB 包含 2 层卷积，1 个 ReLU[28]激活层

和 1 个通道注意力模块，以及 1 个链接模块首尾

的短连接。在通道注意力模块中，特征图通过非

局部平均池化层，计算每个特征图的平均值，将

特征图由 H×W×C 压缩成 1×1×C。为了从聚

合信息中完全捕获通道维度的依赖关系，RCAN 
借鉴 Hu 等[25]的方法，首先使用 1×1 的卷积层

来收缩特征图以达到 1×1×C/r，其中 r 是收缩

比(Reduction Ratio)，设置 r＝16。然后经过 1 个 
ReLU 激活层，通过 1×1 的卷积层重新恢复到初

始大小为 1×1×C 特征权重。最后经过 Sigmoid 
函数，输出特征权重。新生成的特征权重已捕捉

到每个通道之间的关系和重要程度，因此将该特

征权重与每个对应的通道相乘，可得到最终的加

权特征图。

3.1.2 空间注意力机制

  空间注意力机制和通道注意力机制的作用方

式类似，但它生成和原特征图大小相同的二维特

征权重，旨在加强空间域上的“注意力”，使网

络更加关注空间某些特定像素的信息，忽略冗余

信息，凝聚模型的处理能力。尽管特征权重维度

从一维扩展到了二维，但是超分问题和高层视觉

问题有所不同，超分问题旨在恢复图像的边缘细

节和高频纹理。在残差网络的作用下，低频信息

通过长连接保留，而高频信息在网络主干中恢

复，这与空间注意力机制的作用重复，故纯粹的

空间注意力机制网络表现平庸。

  受通道注意力机制的启发，Choi 等[15]提出

选择单元，利用空间注意力机制，构建 SelNet 超
分网络。如图 1(b)所示，选择单元由特征映射和

选择模块组成。选择模块依次由 ReLU 激活层、

卷积核大小为 1×1 的卷积层和 Sigmoid 函数层

组成。选择模块计算空间域中的权重，生成二维

的特征权重。

3.1.3 混合注意力机制

  生成一维特征权重的方法存在忽略空间位置

信息的局限性，生成二维特征权重的方法没有充

分利用通道间的相互依赖关系。因此研究人员开

始尝试结合两者的特点，发掘通道和位置之间的

依赖关系，生成三维特征权重，进一步增强网络

的表征能力。

3.1.3.1 基于 2D 卷积的混合注意力机制

  Zhao 等[29]在通道注意力机制和空间注意力

机制的启发下，提出像素注意力机制，并构建

超分网络——像素注意力网络(Pixel Attention 
Network，PAN)。通道注意力机制通过空间非局

部池化层生成一维特征权重，空间注意力机制通

过通道池化层生成二维特征权重，但这些注意力

机制在超分任务中效果不明显。如图 1(c)所示的

像素注意力机制进一步使用像素级的三维特征权

重，同时移除池化层，可以显著提高性能。

  Zhao 等[29]提出的高效超分网络 PAN 主要由

像素注意力自校准模块(Self-Calibrated block with 
Pixel Attention，SC-PA)和像素注意力上采样模块

(Upsampling block with Pixel Attention，U-PA)组

成。SC-PA 分为上下两部分，上层负责更高层的

特征提取，下层负责维护原始信息。SC-PA 结
构简单，没有复杂的连接和尺度变换操作，使

用多个 2D 卷积核生成三维特征权重，更利于硬

件加速。

  U-PA 负责图像的重建步骤。目前，很少有

超分网络重点研究重建步骤的结构，通常使用反

卷积或像素混洗层和规则卷积。然而，这种结构

多余且低效。为了进一步提升模型的效率，PAN 
在 U-PA 卷积层中加入像素注意力模块(Pixel 
Attention，PA)，同时使用邻近上采样算法，进

一步减少参数量。

3.1.3.2 基于 3D 卷积的混合注意力机制

  空间注意力机制关注特征的平面维度，没有

充分利用通道维度信息，而通道注意力机制又忽

略平面信息。基于此，使用 3D 卷积捕获全部维

度的信息，使通道空间注意力模块利用强大的表
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达能力来描述连续通道的通道间和通道内信息。

  通道注意力机制已被证明可以有效保留每

一层信息丰富的特征，然而通道注意力机制将

每个特征通道视为一个单独的过程，忽略了不

同层之间的相关性。为了解决该问题，Niu 等[3]

提出的混合注意力网络 HAN 在 RCAN 基础上

增加了层注意力模块(Layer Attention Module，
LAM)和基于 3×3×3 的 3D 卷积的通道空间注

意力模块(Channel-Spatial Attention Module，
CSAM)，为层、通道和位置之间的整体相互依

赖性建模。

  如图 1(d)所示，对于特征图 ，

网络将 FN 通过 3D 卷积层捕获通道和空间特征

来生成注意力权重。HAN 通过将 3×3×3 的 3D 
卷积核与 FN 中多个相邻通道构建的立方体进

行卷积操作，产生三维注意力特征，然后通过 
Sigmoid 函数生成三维注意力权重。这样，HAN 
的 CSAM 可以提取有效的特征来描述连续通道

的通道间和通道内信息。

3.2 高阶注意力机制

3.2.1 基于高阶统计量的注意力机制

  Dai 等[2]认为大多数基于 CNN 的超分模型都

没有考虑特征的相互依赖性，尽管 SENet 通过重

新调整通道特征的方法利用特征通道的相互依赖

性，但使用全局平均池化层会导致网络忽略高于

一阶的统计量，从而限制网络性能。Lin 等[30]和 
Li 等[31]的相关工作也表明在深度卷积神经网络

中，二阶统计量比一阶统计量的表达能力更强。

  Dai 等[2]提出的 SAN 在通道注意力机制的基

础上，增加了非局部增强残差组和二阶通道注意

力模块。其中，二阶通道注意力模块，使用全局

协方差池化层代替传统通道注意力机制中使用的

一阶池化层，如全局平均池化层。全局协方差池

化层可以通过以下一系列公式表示：

                                    (1)
其中，H×W×C 的特征图重塑为 WH×C 的特

征矩阵 X；s×s 的矩阵  表示为 ，  

I 为 s×s 的特征矩阵，1 表示全部元素为 1 的矩

阵。得到对称半正定协方差矩阵  后，通过以下

特征值分解：

                                   (2)
其中，U 为 1 个正交矩阵；  为
具有非递增顺序特征值的对角矩阵。最后经过如

下的归一化过程：

                             (3)
  Li 等[31]研究表明，  更具表达力，故 
SAN 也在网络架构中沿用该参数。最后，归一化

的协方差矩阵表示为 ，C 维的通道

统计量 z 由以下公式计算可得：

       
(4)

                     
其中，  表示全局协方差池化操作。

3.2.2 基于卷积神经网络的非局部注意力机制

  自注意力机制最早应用于自然语言处理领

域，通过计算单词间的互相影响解决长距离依赖

问题。在纯卷积神经网络中，卷积运算 1 次只处

理 1 个局部邻域，难以充分利用非局部的信息。

为了充分利用自然图像中的自相似性特征，加强

网络对于重复纹理的注意力，研究人员在超分领

域引入了图 2 所示的自注意力模块，生成自注

意力特征权重来增强网络的特征提取和恢复能

力。Liu 等[6]将自注意力机制应用于超分，和循

环网络结合，提出了非局部循环网络(Non-Local 
Recurrent Network，NLRN)；Zhang 等[32]结合

自注意力机制和残差网络 ResNet[14]提出了残差

非局部注意力网络(Residual Non-Local Attention 
Network，RNAN)；Dai 等[2]在二阶通道注意

力的基础上，融合区域自注意力机制，提出了 
SAN。

  对于给定的特征 X，自注意力机制生成特征

权重 Zi, j 可以用以下公式来表示：
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       (5)

          
其中， 是 X 的坐标；  是特征变

换函数；  是衡量相似性的函数。

       
(6)

               
其中，  和  是特征变换函数。

  与一般的利用空间自相似性原理的非局部注

意力机制不同的是，HAN[3]的层注意力机制通过

聚合多个网络中间特征图，并重塑聚合特征图，

生成层间相似性特征权重。

  HAN 的密集连接和跳过连接允许绕过浅层

信息，但并没有利用不同层之间的相互依赖性。

相比之下，HAN 的层注意力模块将每一层的特

征图视为对特定类的响应，且不同层的响应相互

关联。对层间特征使用非局部注意力机制以获取

不同深度特征之间的依赖关系，使网络可以为不

同深度的特征分配不同的注意力权重，并自动提

高特征的提取能力。

3.2.3 基于图神经网络的非局部注意力机制

  Zhou 等[33]提出的跨尺度内部图神经网络

(Internal Graph Neural Network，IGNN)的灵感

来自传统的基于自我实例[30]的超分方法。IGNN 
的原理来自于经过统计验证的跨尺度切片重复

属性[34]，因为在自然图像中，局部切片往往跨尺

度重复多次。IGNN 将跨尺度相似块之间的这种

内部相关性建模为一个图，其中每个切片是一个

顶点，边是来自两个不同尺度切片之间的相似系

数。基于该图结构，IGNN 能够处理不规则的图

数据，并有效探索跨尺度递归属性。如图 3，相

较于传统方法将跨尺度切片作为约束，IGNN 利
用图模块来聚合高分辨率图像，包括图构建和切

片聚合两个步骤。与其他超分网络仅从外部数据

学习从低分辨率向高分辨率的映射不同，IGNN 
充分利用了从低分辨率图像发现的 k 个最可能的

高分辨率切片来恢复更详细的纹理。

  在图构建环节，IGNN 首先通过 19 层的视

觉几何群网络(Visual Geometry Group Network， 
VGG)[35]的前三层为低分辨率图像 IL 和其下采样

图 2 非局部注意力机制示意图

Fig. 2 Pipeline of non-local attention mechanism
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图  生成特征图 EL 和 。然后对每个待查

询切片在  中搜索 k 个最近的邻接切片来动态

构建跨尺度图 。将切片从  尺度的 k 个邻接

切片映射到 EL 尺度后，构建的跨尺度图  可以

为每个待查询切片提供切片对。最终该跨尺度图

可以表示为 ，顶点  是低分辨率特征图 
EL 中的切片和高分辨率图像中的对应 k 个邻接切

片，边  包含了高分辨率切片和对应的 k 个邻接

切片的相关系数。

  在切片聚合部分， IGNN 借鉴边缘卷积 
(Edge-Conditioned Convolution)[36]的思想聚合了 
k 个以边缘标签为条件的高分辨率切片，其过程

可以表示为公式(7)：
       

(7)
   
其中，  表示输入 FL 中第 r 个邻接 ls×ls 高

分辨率切片；  表示查询位置的高分辨率输

出切片。通过“切片-图像”转换操作[37]，IGNN 
将输入切片聚合成输出特征图 。然后使用一

个边缘子网络(Edge-Conditioned Sub-Network，
ECN)从嵌入特征  E L 通过切片差异   来
计算每个邻接切片的聚合权重，即公式中的 

。公式中的 表示底数为自然系数

的指数函数， 表示

归一化因子。

  为了进一步利用 ，IGNN 使用一个下

采样嵌入子网络(Downsampled-Embedding Sub-
Network，DEN)对  进行下采样，然后拼接 
FL 生成 ，用于网络的后续层。

3.2.4 自注意力机制

  大多数基于卷积神经网络的方法专注于精细

的架构设计，如残差学习和密集连接等。虽然与

传统基于模型的方法[38-39]相比，性能有了显著提

升，但它们存在两个源于卷积层的基本问题。第

一，图像和卷积核之间的交互与内容无关，使用

相同的卷积核来恢复不同的图像区域不是最合理

的选择；第二，在局部处理原理下，卷积对长程

依赖建模效果不佳。Transformer[21]使用了一种自

注意力机制来捕获上下文之间的全局交互，并在

多个视觉问题[40-41]中表现出良好的性能，但会产

生两个缺点：一是边界像素不能利用切片外的相

邻像素进行图像恢复；二是恢复的图像可能会在

每个切片周围引入边界伪影，虽然这个问题可以

通过切片重叠来缓解，但它不可避免会引入额外

的计算负担。

  2021 年，Liu 等[22]提出的 Swin Transformer 
融合了 CNN 和 Transformer 的优点，潜力巨大。

如图 4 所示，其关键模块 Swin Transformer Layer 
由多头自注意力模块(Multi-Head Self-Attention，

图 3 跨尺度内部图神经网络原理示意图[33]

Fig. 3 Schematic diagram of IGNN[33]
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图 4 Swin Transformer 层示意图

Fig. 4 Pipeline of Swin Transformer Layer

图 5 移窗机制示意图

Fig. 5 An illustration of shifted windows

MSA)和多层感知器(Multi-Layer Perceptron，
MLP)组成。

  Liang 等[5]在 Swin Transformer 的基础上，

提出一种图像恢复模型——SwinIR。该模型一

方面利用局部注意力机制具有处理大尺寸图像的

优势，另一方面具有 Transformer 的优势，可以

利用图 5 所示的移窗机制对长程依赖进行建模。

如图 5 所示，给定大小为 H×W×C 的输入特征

图，首先将输入划分为不重叠的大小为 M×M 的
局部窗口，使其重塑为 HW/M 2×M 2×C 大小的

特征图，其中 HW/M 2 为窗口总数。然后，分别

计算每个窗口的标准自注意力权重。对于局部窗

口特征图 ，查询、键和值矩阵 Q、K 
和 V 的计算方式如下：

                    (8)

其中， 、  和  是跨不同窗口共享的投影矩

阵。故局部窗口中的注意力权重计算如下：   
   (9)

其中，B 是可学习的相对位置编码，d 是查询、

键的维度。而后并行执行 h 次注意力函数并将结
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果连接起来用于 MSA 模块。

4 实验评估

4.1 数据集和实验设置

  本文使用 DIV2K 数据集[42]作为训练数据

集，其中包含 800 张训练图像。训练使用的低分

辨率图像由高分辨率图像经过 Matlab 双三次下

采样获得，同时在训练过程中对 800 张训练图像

随机旋转 90°、180°、270° 并水平翻转进行数据

增强。

  所有网络都采用了阶梯式学习率下降的方

法，初始学习率为 10－4，每迭代 2×105 次学习

率下降一半，最小学习率设为 ＝10－8，共训练 
8×105 次迭代。统一使用了 Adam 优化器[43]，

其中 Adam 优化器的超参 β1＝0.9，β2＝0.999，
批量大小(Batch Size)设置为 32，采用低分辨率

图像为 48×48 大小的图像切片作为训练输入。

本文所有网络均使用 Pytorch 框架[44]，在 Nvidia 
GeForce RTX 3090 上训练。

  本文使用 5 个标准基准数据集：Set5[45]、

Set14[46]、B100[47]、Urban100[48]、Manga109[49]

进行评估。高分辨率结果通过  YCbCr  空间的  Y  
通道上的峰值信噪比(Peak Signal to Noise Ratio，
PSNR)和结构相似性指数[50](Structural Similarity 
Index，SSIM)进行评估。

 目前，研究人员已分析比较多个损失函数，

包括  损失函数[2,7,51]、  损失函数[1,17,52]和生

成对抗损失函数 [17]。本文主要聚焦注意力机

制，故不讨论使用生成对抗损失函数的算法。

早期一些算法 SRCNN[1]、FSRCNN[53]等都使用 
 损失函数，而在基于注意力机制的超分算法

中，所有算法均使用了  损失函数。

4.2 定量分析

 表 1 展示了超分算法在峰值信噪比和结构

相似性指数度量的结果。SAN [2]、HAN [3]、

RCAN[4]和 SwinIR[5]均表现出了优秀的性能，

其中 HAN 的性能在卷积神经网络汇总中表现最

佳，SwinIR 在所有测试集中的表现与其他方法

都拉开了显著的差距。

4.3 参数量分析

  表 2 展示了不同超分网络的对比分析。其中 
AIM 2020[54]比赛中的高效超分网络 PAN 模型的

超分效果较差，但激活次数(M)、卷积数量、浮

点运算量(G)、参数量(M)、显存占用(M)和平

均计算时间(s)最优。RNAN 与 PAN 相比，尽管

超分效果领先较大，但模型规模急剧膨胀，且由

于网络中的残差非局部注意力模块(Residual Non-
Local Attention Block，RNAB)的特性，在目标图

像尺寸较大的情况下，显存占用会急剧提升，以

致在测试过程中，Urban100 和 Manga109 数据集

不能直接在 Nvidia GeForce RTX 3090 上运行。

如表 1 所示，在 Set5 数据集的 4 倍超分结果中，

IGNN 相比于 RNAN 虽然在 PSNR 指标上提升

了 0.08 dB，但由于该网络使用 VGG19 和基于多

切片聚合图神经网络的原因，网络的参数量、运

算量、显存占用和计算时间等与其他网络相比都

产生了非常大的差距。本文所调研的模型中，计

算成本和运行时间成本最大的网络是 RNAN，但

其效果并非最优。RCAN、SAN 和 HAN 的超分

性能优秀，且激活次数、运算量和参数量接近。

其中，SAN 的卷积层虽然较少，但由于网络的

区域级非局部模块需要生成协方差矩阵和非局部

注意力权重矩阵，在较大的图像上，会产生大量

额外的计算开销和显存占用，以致在测试过程中 
Urban100 和 Manga109 数据集不能直接在 Nvidia 
GeForce RTX 3090 上运行。

4.4 消融实验

  不同的注意力机制基于不同的原理，通过

“注意”层、通道、位置之间的信息，增强网络

表达能力和恢复能力。为了进一步比较不同注意

力模块的性能，表 3 展示了在相同骨干网络下，
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不同注意力模块的性能表现，所有网络模型均取

最后一次训练结果。

  HAN 中的层注意力模块和通道空间注意

力模块对网络性能都产生显著的提升效果。在 

表 2 不同超分网络的模型对比

Table 2 Model summary of different SR networks

表 1 不同超分网络的定量结果

Table 1 Quantitative results of different SR networks

注：运算量(G)、激活次数(M)和显存占用(M) ，均在低分辨率图像尺寸为 256×256 的图像上进行测试
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RCAN 的基础上添加通道注意力模块后，网络在 
Urban100 和 Manga109 数据集的超分效果分别提

升了 0.118 8 dB 和 0.154 4 dB。使用层注意力模块

后，网络 SSIM 指标有轻微提升。

  PAN 性能最差，表明简单堆叠像素注意力模

块并不能获得更好的性能。对比表 4，像素注意

力机制在 RCAN 骨干网络上性能较差不是因为像

素注意力模块的参数量较小，而是因为网络结构

的限制。在加大网络深度后，PAN 的性能仍然没

有明显提升。

 SAN 使用协方差特征矩阵传递特征矩阵性

能明显优于直接传递特征矩阵的  RCAN，在 
Urban100 测试集上超分效果提升了 0.110 6 dB，
表明二阶统计量对于网络的性能有显著的提升。

  表 4 展示了以 MDSR 的参数量为基准，在近

似参数量的情况下各个注意力模块的性能。HAN 
相比于 RCAN 主要改进的是 LAM 和 CSAM。

在整体参数量相对 HAN 原网络较小的情况下，

HAN-L 中的 LAM 没有如原模型对网络起到增

强作用，甚至对模型起到一定的负作用。而在

不使用 LAM 的模型 HAN-L-woLA 中，CSAM 
对 HAN 的性能明显增强，相比于 RCAN 在大

表 3 RCAN 骨干网络下不同注意力模块的性能对比

Table 3 Comparison of different attention modules based on the same backbone

表 4 参数量相近的不同注意力网络的性能对比

Table 4 Comparison of different attention networks with comparable parameters

注：w(o)LA 表示(不)使用层注意力模块；w(o)NL 表示(不)使用非局部注意力机制(网络训练过程中均未加载预训练模型)

注：w(o)LA 表示(不)使用层注意力模块；w(o)NL 表示(不)使用非局部机制；HAN-L 表示使用较大参数量的 HAN 网络；HAN-S 表示使用较小网络参数量的 
HAN 网络(网络训练过程中均未加载预训练模型)
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部分指标上均有明显提升。HAN-S-wLA 相比于 
RCAN 在 Set5、Set14 数据集测试具有明显的性

能优势，其在 Manga109 数据集上以 0.08 dB 大
幅强于 RCAN，但是在 BSD100 和 Urban100 数
据集上 PSNR 指标落后约 0.02 dB，SSIM 指标落

后约 0.001。在参数量较小且没有使用 RL-NL 模
块的情况下，SAN 与采用一阶统计量的 RCAN 
性能接近，没有表现出明显的优势。高效超分网

络 PAN 在增加网络宽度和深度后，性能明显提

升，与 RCAN 的性能相当。RNAN 在减少网络

参数量后，性能急剧下降。

4.5 训练技巧

  在训练过程中，PAN 放大倍数为  4 的网

络可以直接使用以上设置获得理想的效果，而 
IGNN、SAN、HAN、RNAN 和 RCAN 直接使用 
4.1 节中的训练设置会与原文的效果产生一定差

距，尤其是 HAN 容易出现梯度爆炸导致训练崩

溃，需要加载 RCAN 或 HAN 预训练模型才能使

训练正常进行。HAN、SAN、RNAN 和 RCAN 
需要通过加载×2 预训练模型，设置学习率为 
10－5，训练 2×105 次迭代，才可以得到原文的

结果。

4.6 可视化

  图 6 展示了各网络在“YumeiroCooking”
和“img_004”图像×4 超分的可视化对比。在

“YumeiroCooking”可视化对比中，通过视觉

感受和 PSNR/SSIM 指标量化分析可得，HAN、

RCAN 的视觉效果明显优于其他超分网络。其

中，HAN 的效果最佳，是唯一 PSNR 高于 30 dB
的网络，线条边界清晰，方向准确；RCAN 效
果次佳，方向准确，但右侧条纹密集区域轻微

模糊。其他网络均存在明显的边缘模糊和条纹方

向错误问题。观察“img_004”，其中 IGNN、

RCAN 和 SAN 的视觉效果和量化指标较好。尽

管在 IGNN 恢复的白色网格中存在一些黑色伪

影，且将椭圆形网格恢复成了接近方形的情况，

但网络视觉效果和指标均为最佳。而 RCAN 和 
SAN 只生成了部分网格，SAN 在黑色网格部分

效果明显弱于 RCAN。

  量化性能最好的 SwinIR 在图 6 没有表现出

非常强的复原效果。为了进一步验证 SwinIR 的
性能，如图 7 所示，本文挑选 Urban100 数据集

中场景更加复杂的“img_073”和“img_076”，

对比图像边缘和复杂结构叠加人脸纹理的超分效

果。对比“img_073”的边缘大楼效果，PAN、

RNAN、IGNN 和 SAN 都产生了方向错误的线

条，整个大楼的透视角度完全错误。HAN 的
输出结果尽管透视角度准确，但与  RCAN 和 
SwinIR 相比，边缘明显更为模糊。相似的效

果在“ img_076”也有所体现，仅有  HAN、

RCAN、SwinIR 输出了清晰的纹理，但均受到人

脸皮肤纹理的干扰，将矩形结构错误恢复成六边

形结构。

  总体来说，SwinIR、HAN 和 RCAN 的视觉

效果最佳。HAN 和 RCAN 对单一纹理表现出非

常强的恢复效果，而 SwinIR 能够较好地处理复

杂场景和图像边缘。HAN 和 RCAN 的优秀视觉

效果说明，基于通道注意力机制的主干网络明显

提升单一纹理的复原效果，而对于复杂场景和叠

加纹理，基于 Transformer 的自注意力机制表现

出非常强的表征能力。

4.7 局部归因图分析

  局部归因图是由 Gu 等[55]提出的一个超分网

络解释性方法，继承了积分梯度的方法，可以直

观展示网络的实际感受野。如图 8 所示，通过分

析不同算法的局部归因图，观察到不同算法的

“视野”，分析不同算法的行为模式。图中的红

色高亮部分表示对超分图片影响最大的部分，理

论上，对于相同的局部切片，越大的局部归因图

代表网络利用了更多像素中的信息。

  从图 8 分析可得，除了高效超分网络 PAN 
以外，RCAN、RNAN、SAN、HAN 均通过非局
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图 6 Urban100 测试集中 img_004 和 Manga109 测试集中 YumeiroCooking 在×4 超分的可视化对比

Fig. 6 Visual comparison for ×4 SR on img_73 in Urban100 and YumeiroCooking in Manga109

图 7 Urban100 测试集中 img_073 和 img_076 在×4 超分的可视化对比

Fig. 7 Visual comparison for ×4 SR on img_073 and img_076 in Urban100 datasets

图 8 超分结果和不同网络局部归因图

Fig. 8 Comparison of the SR results and LAM attribution results of different SR networks
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部的算法利用全局信息，PAN 将“注意力”仅

放在局部切片附近，未能成功复原竖直纹理，且

边缘模糊。而 RCAN、SAN 则“注意”到切片

以外的相似结构，尝试使用这些额外信息恢复该

局部切片，尽管受到干扰，出现一些异常斜纹，

但边缘细节相对 PAN 的恢复效果更加清晰。对

该切片成功复原的网络有 HAN 和 SwinIR。在局

部归因图中观察到，相对 RCAN 和 SAN，HAN 
和 SwinIR 网络利用了该切片左上方和左下方的

竖直结构，恢复效果边缘锐利，纹理正确。但对

于该切片左上方和左下方的相似竖直纹理，HAN 
复原失败，产生了斜向纹理；SAN 成功复原，但

有严重斜向伪影；SwinIR 复原效果最佳，边缘

清晰，几乎无斜向伪影，但目标切片右上方的纹

理复原没有 SAN 和 HAN 的效果清晰。

 

5 注意力机制和超分领域发展和应用的

关键瓶颈及未来方向

5.1 注意力机制在超分任务上的结构设计

  基于 CNN 的超分网络结构已被充分研究和

探索，主要骨干网络均使用类似 EDSR 的单分支

残差网络结构，并结合长连接和短连接。该类结

构一方面增强了深度网络的可训练性，一定程度

上缓解了深度超分网络一直存在的梯度消失和梯

度爆炸问题。另一方面，低分辨率输入和特征中

有许多冗余的低频信息可以通过这些连接传递，

使超分网络能更专注于恢复损失的高频信息。

  在 CNN 网络基础上，RCAN 通过引入全局

池化层，扩大网络的感受野，提升网络的信息获

取范围。PAN 使用基于 2D 卷积的混合注意力机

制，在参数量极小的情况下获得可观的超分效

果。HAN 在 RCAN 基础上，在网络末尾使用基

于 3D 卷积的混合注意力机制，配合基于二阶自

注意力机制的层注意力模块，进一步提升网络的

表征能力。SAN 在 RCAN 基础上，使用全局协

方差池化层代替全局平均池化层，以及二阶统计

量方法增强网络的表征能力。

  但基于 CNN 结构的网络仍存在两个源于卷

积层的基本问题导致性能出现瓶颈：第一，图像

和卷积核之间的交互与内容无关，使用相同的卷

积核来恢复不同的图像区域不是最合理的选择；

第二，在局部处理原理下，卷积对长程依赖建模

效果不佳。

  为了解决上述问题，研究人员开始尝试将自

然语言处理中表现突出的自注意力机制引入超分

方法。早期方法如 NLRN 和 RNAN 仅简单地对

中间特征图使用自注意力操作，网络的性能提升

有限，同时牺牲了网络的计算量和运算速度。

IGNN 则尝试通过图神经网络，挖掘图像跨尺度

特征融合的方法，获得较为可观的性能，但存

在图像失真、网络并行化程度低和运算速度慢

的问题。

  尽管基于 Transformer 的方法依靠极富竞争

力的建模能力在多个高层视觉任务中取得不俗的

表现，但在超分领域基于 Transformer 的方法仍

然不多。直到 SwinIR 在超分任务上的优秀表现

刷新了研究人员对于 Transformer 在超分任务上

的认知。通过局部切片和移窗机制，SwinIR 解
决了自注意力机制网络计算量爆炸和切片边缘模

糊的问题，充分利用窗口内部的局部信息和移窗

时的长程依赖，同时保证了网络的并行性，使超

分网络性能达到新高度。

  但 SwinIR 显然不是超分网络的最终形态，

基于高阶注意力机制的网络结构仍有待进一步发

掘，尤其基于 Transformer 的网络展现出非常大

的潜力。目前，基于 Transformer 的网络结构设

计由于计算量庞大，自注意力机制的应用仍然停

留在固定大小的特征切片上。在 4.6 节可视化部

分也可以观察到，对于部分处于临界恢复效果的

图像，SwinIR 相比于传统 CNN 方法没有表现出

明显的优势，也容易受到重叠纹理的干扰。
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  基于 Swin Transformer 的结构本质是对全局

自注意力机制的一种稀疏化表示，不可避免在

某种程度上牺牲模型对全局信息的表征能力。

然而，仅通过扩大窗口的尺寸来扩大感受野的方

式虽然能在一定程度上改善该问题并使得模型

能力得到一定提升，但由于该结构的计算量与窗

口大小的平方成正比，会大量增加计算成本并

与基于窗口的稀疏化自注意力机制的出发点相

悖。对此，可能的改进方式包括：一是在基于窗

口的自注意力结构下增强模型利用全局信息的能

力；二是改进自注意力机制的计算方式，将复杂

度 O(n2)的注意力权重计算降低至 O(nlogn)甚至 
O(n)。
5.2 真实图像退化方式不可控

  目前，几乎所有基于注意力机制的超分网络

在生成数据时，都默认使用理想的双三次下采样

算法得到低分辨率图像，和实际应用存在较大差

异。实际应用的退化方式复杂，存在成像设备不

同、图像处理算法不同、压缩方式不同等引起的

不同退化问题。在不同退化处理过程损失的信息

也各有差异，退化方式不匹配的问题使基于注意

力机制的超分网络在实际应用中效果较差，产生

严重的伪影问题。如果将特定退化对应的超分模

型应用于任意低分辨率输入，超分输出与目标高

分辨率图像之间将存在极大的域间隙，从而导致

质量较差的结果。

  为了对未知退化类型的低分辨率图像进行超

分增强，学界提出了另一种盲超分(Blind Super-
Resolution)方法，包括：具有迭代内核校正的盲超

分辨率方法(Iterative Kernel Correction，IKC)[56]、

深度交变网络(Deep Alternat ing Network，
AN)[57]、变体盲超分辨率(Variant Blind Super-
Resolution，VBSR)[58]、核建模超分辨率网络

(Kernel Modeling Super-Resolution Network，
KMSR)[59]、真实增强生成对抗超分网络(Real-
World Enhanced Generative Adversarial Network for 

Image Super-Resolution，Real-ESRGAN)[60]等。

盲超分通过基于方程扩展的显式建模和基于外部

数据集内固有分布的隐式建模方法，尝试缩小自

然图像域和输出图像域之间的差距。显式建模

方法将模糊、下采样、噪声和 JPEG 压缩经典退

化模型组合生成真实退化模型。

  然而，现实世界的退化太复杂，无法通过多

个退化模型的简单组合进行建模。因此，以上方

法在现实世界的样本中容易失败。隐式建模试图

绕过显式建模的步骤，利用数据分布学习和生成

对抗网络(GAN)获得退化模型。隐式建模通过数

据分布隐式定义退化过程，且现有隐式建模的方

法均需要外部数据集进行训练。然而，它们仅限

于训练数据集的退化，不能很好地推广到分布外

图像。

  现有方法通常声称专注于现实世界的设置，

实际上假设了某个场景，如某些数码相机拍摄的

图像。事实上，真实世界的图像在其潜在的退化

类型上大有不同，为特定退化类型设计的超分模

型容易在另一种退化类型上表现较差，而造成不

同退化的主要因素有 3 个，包括获取图像的设

备、图像处理算法和存储导致的图像退化。

  上述讨论的现实世界的图像都有自己的退化

和挑战。以往的工作通常专注于单一类型的真实

图像，如智能手机拍摄的图像，这极大限制了它

们在不同场景的表现。未来，期望看到对不同类

型的真实世界图像的更多探索以及更加综合可靠

的真实退化数据集。研究出针对每种不同类型均

有效的解决方案，应该是超分研究的最终目标。

  本文涵盖的大部分方法，尤其是具有显式退

化建模和外部数据集的方法，需要“低分辨率-
高分辨率”图像对来优化和评估超分模型。然

而，由于难以获得真实的配对数据，到目前为

止只有少数真实世界的数据集，大多数方法仍

然从高分辨率图像合成低分辨率输入。使用精心

设计的技术和先进的数字设备构建的真实图像数
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据集屈指可数，包括 City100[61]、DRealSR[62]和 
RealSR[63]。其中，DRealSR 数据量最大，每个超

分倍数有 800 个图像对，并通过调整成像设备的

焦距来捕获高分辨率图像及其相应的低分辨率观

测值，然后将图像对精确对齐并校正颜色。与合

成数据相比，这些真实世界的数据集是在真实环

境中研究盲超分的重要基准。 然而，构建真实世

界的数据集既耗时又昂贵，并且由于不同成像系

统之间的复杂差异，也无法涵盖所有场景。希望

未来会出现规模更大、场景更加复杂、退化方式

更接近真实场景的数据集，为超分发展提供坚实

的数据支持。

5.3 大规模预训练模型

  回顾注意力机制从一阶向高阶的发展历程，

不难看出，注意力机制仍处于快速发展阶段，不

断有新网络在现有基础上改进，在测试集上显示

出更优秀的超分效果。尤其是 SwinIR 的出现，

使自注意力机制摆脱了不适用于超分领域的质

疑，不仅展现了最先进的超分性能，还减少了模

型的计算量，显存利用更加高效。

  尽管近年来超分模型发展迅速，但当前先进

的超分模型过于专注单个任务，如双三次下采

样，结果为多个任务或环境单独开发了数千个模

型，消耗了大量的计算资源，却无法处理真实场

景下的复杂退化类型。行业中成千上万的长尾任

务，即各种退化方式，是人工智能研究和应用面

临的一个重大障碍。通用人工智能方法将“通用

智能”作为一个不同的属性，理应关注人工智能

模型的通用性、适应性和灵活性。

  视觉和语言是通用人工智能不可或缺的两

种模式。在语言方面，通用语言模型(General 
Vision Model，GLM)取得了令人瞩目的进展。

BERT[64]和 GPT-3[65]等大规模预训练语言模型已

显示出开发 GLM 的潜力，这些 GLM 通过使用

情景学习和即时学习，不需要进行反向传播，在

控制大模型训练成本的同时，有益于广泛的语言

相关下游任务。此外，随着与任务无关的训练目

标的出现，可以通过扩展网络爬行数据和模型容

量以及计算预算来稳步提高预训练的性能增益。

  GLM 的成功激发了大规模超分预训练模型

学习的新方向。从事大规模监督、自监督和跨模

态预训练的先驱在有限范围的下游视觉任务上表

现出一定的普遍性。然而，设计可靠的大规模超

分预训练方法仍具挑战性。大多数已有的工作主

要利用一个监督信号源，在单独的监督下进行

单调预训练生成在特定场景中表现良好的模型，

但如果目标是获得可推广到大量下游任务(甚至

是目前不可知的任务)的“真实”大规模超分预

训练模型，单一监督则无法提供足够的表征能

力。如何实现不同退化类型超分视觉任务的通用

网络，集成各种监督信号的、高度可扩展的上游预

训练模型，以及针对多样化任务设计灵活的下游网

络，将会是超分大规模预训练模型的关键突破点。

5.4 图像超分的评估机制

  超分方法通常通过图像质量评估指标(Image 
Quality Assessment，IQA)，如 PSNR、SSIM，

测量重建图像和真实图像之间的相似性来评估图

像恢复效果。随着真实场景的退化类型引入超分

领域，如何评估复杂退化图像的超分效果成为

研究人员面临的新问题。一些非参考图像质量评

估方法，如 Ma[66]和感知指数(Perceptual Index，
PI)[67]，被引入评估感知驱动超分方法。在某种

程度上，这些图像质量评估方法是超分领域取得

长足进步的主要原因之一。然而，虽然新算法在

不断刷新指标数值，但定量结果和感知质量之间

不一致的情况却越发明显，甚至出现指标失灵的

情况。Blau 等[68]认为 PI 与人类感知更相关，但

具有高 PI 数值的算法，如 RankSRGAN[69]仍会

在恢复图像中生成明显不真实的伪影。

  在超分领域中，网络设计远远超越了图像质

量评估指标的发展，现有的图像评估机制存在的

问题随之暴露，这迫使研究者必须重新思考超分
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任务的有效评估方法。

  首先，现有的量化指标和人类的感知效果还

有显著的差距。为了更加精准地评估网络性能，

为网络发展提供有效的指导，自然图像质量评价

(Natural Image Quality Evaluator，NIQE)[70]、成

对偏好的感知图像错误评估(Perceptual Image-
Error Assessment through Pairwise Preference，
PieAPP)[71]、学习感知图像切片相似度(Learned 
Perceptual Image Patch Similarity，LPIPS)[72]

和用于全参考图像质量评估的加权平均深度

图像质量度量(Weighted Average Deep Image 
QuAlity Measure for Full-Reference Image Quality 
Assessment，WaDIQaM)[73]等指标被相继提出。

Gu 等[74]在现有的图像质量评估指标的基础上，

进一步提出了一个大规模数据集——感知图像

处理算法数据集(Perceptual Image Processing 
Algorithms，PIPAL)，为图像质量评估指标的改

进提供新的基准。

  其次，随着生成对抗网络在超分任务中的广

泛应用，尽管基于生成对抗网络的方法输出的图

像由于网络生成虚假的纹理导致 PSNR 和 SSIM 
指标较低，但输出图像的视觉效果却远优于传统 
CNN 方法。研究人员对基于生成对抗网络的方法

普遍采用 NIQE 和 LPIPS 来评估模型输出，但基于

深度学习方法的指标存在依赖人工超参和内容敏

感导致的指标不稳定问题，还有待进一步研究。

  再者，现有的图像评估指标还没有针对模型

处理过程以及模型本身进行评估的机制。随着超

分方法处理的低分辨率图像由简单的双三次下采

样向复杂下采样方式转变，针对不同图像退化方

式、网络的泛化能力和模型处理过程的评估机

制，是一个非常有指导意义的方向。

6 讨论与分析

  现有的研究主要依据网络结构[75]和特征图利

用的维度[76]对超分网络进行分类，且停留在网络

性能对比，没有对网络关键模块和重要构成机制

进行系统的对比分析。而本文对现有的基于注意

力机制的深度学习超分辨率方法，依据注意力机

制的数学统计原理，对网络进行了系统的分类；

对关键模块性能进行了全面的定量定性分析。通

过广泛的定量和定性比较，注意到现有方法的以

下趋势：

  (1)网络模型利用的数学统计量由一阶向高

阶转变。

  (2)表现最好的方法开始发掘卷积神经网络

以外的网络结构。

  (3)真实退化的低分辨率图像正逐渐代替简

单的双三次下采样。

  总的来说，近年来超分辨率性能得到了极大

的提升，但仍存在一些亟待解决的关键问题。本

文总结归纳了这些问题，并提出一些潜在的研究

方向。值得注意的是，现实世界场景对先进的超

分方法的限制正在逐步解除，最先进的方法在复

杂退化的图像超分上表现出越来越强的性能。尽

管本文分析对比的模型数量较小和量化指标相对

单一，但希望能够为研究人员进一步发展超分提

供帮助。
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